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5.4. Algoritmos Genéticos: . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 31
5.4.1. Cromosoma: . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 31
5.4.2. Población Inicial: . . . . . . . . . . . . . . . . . . . . . . . . . . . . 33
5.4.3. Selección por ruleta: . . . . . . . . . . . . . . . . . . . . . . . . . . 33
5.4.4. Reproducción Directa: . . . . . . . . . . . . . . . . . . . . . . . . . 34
5.4.5. Mutación Gaussiana: . . . . . . . . . . . . . . . . . . . . . . . . . . 34
5.4.6. Reemplazo: . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 34
5.4.7. Función de evaluación: . . . . . . . . . . . . . . . . . . . . . . . . . 35
5.4.8. Función de Aptitud o Fitness: . . . . . . . . . . . . . . . . . . . . . 35
5.4.9. Escalado: . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 35
5.4.10. Diagrama de flujo . . . . . . . . . . . . . . . . . . . . . . . . . . . . 35
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sus metas.

A toda mi familia, especialmente a mis t́ıos y abuela, ya que de ellos siempre tuve un
apoyo emocional y económico cuando lo necesité.
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Introducción

La medicina es una disciplina que se basa y se apoya en el uso de tecnoloǵıas, en un
caso más concreto software. Existe un término que define esta relación, la Informática
Médica, la cual combina diferentes caracteŕısticas de la medicina (historias cĺınicas y len-
guajes médicos formales) con tecnoloǵıa (sistemas de información, inteligencia artificial y
cibernética) [1]. A partir de la informática médica se han creado herramientas inteligen-
tes para el apoyo de las decisiones y diagnósticos de los médicos [2]. Estas herramientas
pueden utilizar técnicas de inteligencia artificial para aprender de historias cĺınicas y aśı
poder relacionar diferentes śıntomas con el diagnóstico final.

El diagnóstico oportuno de una enfermedad es importante, ya que en caso de que sea
una enfermedad con un alto riesgo para el paciente, esta debe ser tratada a tiempo, como
por ejemplo lo es la diabetes mellitus (de ahora en adelante diabetes), esta es una enfer-
medad muy prevalente en el mundo. Hoy en d́ıa en Colombia la diabetes está entre las 10
principales causas de mortalidad, aśı mismo el Ministerio de Salud (MINSALUD) reporta
que en el 2012 su prevalencia en la población entre los 18 y 69 años es de 2 millones de
personas y con proyecciones de alza en los próximos años [3].

Por otro lado la diabetes afecta diferentes sistemas del cuerpo, generando otras enferme-
dades como lo son: insuficiencia renal, amputaciones no traumáticas, y pérdida de la visión
por culpa de la retinopat́ıa diabética [4], la cual será el centro de atención en este proyecto.

El software desarrollado en el proyecto pretende apoyar al médico en su diagnóstico de
retonopat́ıa diabética, aśı recopilar información para el futuro y trabajar en pro de los
pacientes y/o necesitados.
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1. Preliminares.

1.1. Problema

1.1.1. Descripción del Problema.

La Diabetes Mellitus es una enfermedad crónica incurable, según la Organización Mun-
dial de la Salud (OMS) para el 2014 hab́ıan 422 millones de personas con diabetes en el
mundo [5], convirtiéndola en una de las enfermedades más comunes y prevalentes en la
actualidad. La diabetes puede provocar ceguera, ataques card́ıacos, accidentes cerebro-
vasculares, insuficiencia renal, amputación de piernas, y daños neurológicos, por ende el
paciente debe seguir un control y tratamiento espećıfico [4].

La ceguera causada por la diabetes proviene de la detención o disminución de la san-
gre por las arterias de la retina del ojo (isquemia retinal), el ojo trata de compensar el
problema creando vasos sangúıneos que sangran fácilmente y crecen sin control trayendo
como consecuencia la pérdida de visión [4]. A esta enfermedad se le llama retinopat́ıa
diabética y se le atribuye un 2.6 % de los casos de ceguera en el mundo [5].

Por lo general, un paciente diabético asiste a un médico general para llevar un control
y tratamiento de su enfermedad. Alĺı periódicamente o cuando el paciente lo requiere se le
realiza una revisión de fondo de ojo y se determina si es remitido o no a un oftalmólogo,
éste realizará una Angiograf́ıa Fluorescéınica [6] en el cual se toma una foto de la retina
del ojo, para visualizar diferentes caracteŕısticas del mismo que serán esenciales para el
diagnóstico de retinopat́ıa diabética. Un problema que existe es que aśı el médico tenga el
conocimiento necesario, no siempre tiene la experiencia suficiente con la enfermedad, por
lo que su dictamen médico en algunos casos no será el correcto; además existen variables
que pueden afectar directa o indirectamente en el diagnóstico, como lo puede ser el tiem-
po, los implementos con lo que se trabaja, o el exceso de confianza de los médicos en su
dictamen [7].

Ya que la medicina trabaja en pro de la salud de las personas se debe minimizar el número
de casos de diagnósticos falsos negativos (diagnóstico negativo / enfermedad presente), ya
que puede terminar en una ceguera parcial o total. En caso contrario los falsos positivos
(diagnóstico positivo/ enfermedad ausente) el paciente no se verá afectado y con exámenes
posteriores se determinará un diagnóstico correcto.

Hoy en d́ıa muchas entidades tecnológicas y de la salud han promovido el desarrollo de
sistemas expertos como MYCIN [8], TMYCIN [9] y TROPICAID [10] que sirven para
apoyar y facilitar al médico su labor en la toma de decisiones. Una caracteŕıstica de los
sistemas expertos antes mencionados es que trabajan sobre una enfermedad o conjunto de
enfermedades espećıficas y esto se debe a que no se puede crear un sistema experto que
trabaje en cualquier diagnóstico debido a que:

1. Existe una gran cantidad de śıntomas y enfermedades. Por esto se debe ir desglo-
sando el problema, trabajando de forma más espećıfica para facilitar el análisis, la
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implementación y las pruebas.

2. Existen diferentes técnicas computacionales que pueden variar en su resultado bajo
una misma entrada, por lo que se debe hacer un análisis para determinar cuál será
la mejor técnica a aplicar en el caso espećıfico.

Dadas estas dos razones hoy en d́ıa se llevan a cabo muchas investigaciones y desarrollos
en esta área, como lo son las simulaciones del esparcimiento de una enfermedad [11], proce-
samiento de radiograf́ıas [12], análisis de datos cĺınicos [13] y diagnóstico de enfermedades
tales como cáncer o diabetes.

Los algoritmos de inteligencia artificial pueden ser buenos en el diagnóstico de enfer-
medades, ya que estos son tolerantes al ruido, y se pueden adaptar a los śıntomas que son
variables con el tiempo [14]. A partir de todo lo expresado anteriormente, se propone rea-
lizar un análisis de algoritmos de inteligencia artificial para el diagnóstico de retinopat́ıa
diabética y generar un aporte al estudio y diseño de sistemas expertos que servirán de
apoyo a los médicos para confirmar su diagnóstico.

1.1.2. Formulación del Problema.

¿Cómo clasificar retinopat́ıa diabética utilizando algoritmos de inteligencia artificial?

1.2. Justificación

La retinopat́ıa diabética es una de las principales causas de ceguera en el mundo y
el tratamiento más eficaz es la prevención [4], por esta razón un diagnóstico certero es
indispensable, y aśı posteriormente disminuir la probabilidad de sufrir pérdida de visión
parcial o total.

La intención de utilizar algoritmos de inteligencia artificial se basa en que ésta tiene mu-
chas áreas de aplicación, además que promete trasladarse de entornos estáticos y accesible
a entornos dinámicos e inaccesibles los cuales se asemejan más al mundo real [14].

En el caso concreto de la medicina, los sistemas que implementan inteligencia artificial
para el apoyo en la toma de decisiones de los médicos son usados ya que el dominio de los
diagnósticos existen numerosas variables que afectan el proceso de decisión [2], diferentes
factores de riesgo, como el tiempo, el exceso de confianza del médico sobre el dictamen que
da [7], los śıntomas en los pacientes pueden ser variables y en algunos casos incompletos
o difusos, es aqúı donde la inteligencia artificial hace uso de sus ventajas de adaptar-
se a cambios, ser tolerantes al ruido de los datos y servir de apoyo a los médicos para
mejor la precisión en su dictamen, dándole una visualización de los śıntomas y brindarle
más opciones al médico para no tener visión de túnel al momento de tomar la decisión [15].

Además, el avance de la inteligencia artificial en la ciencia computacional es importan-
te y se puede evidenciar en la gran cantidad de investigaciones y proyectos que se llevan
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a cabo dado el amplio dominio de aplicación que tiene. En el proyecto actual se analiza
el comportamiento de SVM y de redes neuronales artificiales entrenadas por dos técnicas
diferentes, backpropagation y algoritmos genéticos; explorando varias configuraciones y
opciones, para después compararlas bajo las mismas condiciones y aśı dejar junto a los
estudios ya realizados las bases para los futuros proyectos que tendrán como enfoque el
diagnóstico de enfermedades.

Aśı, con el proyecto actual se cumplirá con un objetivo importante en las investigaciones
y desarrollos en el área de la medicina, el cual es mejorar en pro la salud de la población,
ya que a partir de los diferentes estudios e investigaciones se busca aportar una experien-
cia para que en un futuro sirva a la generación de mejores sistemas, los cuales serán de
uso directo de los médicos pero al final los principales beneficiados serán los pacientes, ya
que posiblemente disminuirán los casos de falsos negativos y posteriormente disminuir los
casos de alto riesgo en la salud del paciente.

1.3. Objetivos

1.3.1. Objetivo general

Realizar una categorización positiva o negativa de retinopat́ıa diabética utilizando al-
goritmos de inteligencia artificial a partir de caracteŕısticas obtenidas de imágenes de la
retina.

1.3.2. Objetivos espećıficos

1. Analizar diferentes fuentes de datos relacionados con retinopat́ıa diabética para de-
terminar las variables que se requieren para el diagnóstico.

2. Diseñar e implementar dos estrategias para la categorización de la retinopat́ıa diabéti-
ca utilizando algoritmos de inteligencia artificial.

3. Desarrollar una aplicación prototipo que permita generar una categorización de re-
tinopat́ıa diabética, teniendo en cuenta las variables asociadas a la enfermedad.

4. Realizar pruebas de los algoritmos y crear un análisis comparativo de los resultados
obtenidos en éstos.
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1.4. Resultados esperados

Objetivo espećıfico Resultados esperados Evidencia del Objetivo
Analizar diferentes fuen-
tes de datos relacionados
con retinopat́ıa dabética
para determinar las varia-
bles que se requieren para
el diagnóstico.

Documento donde se ex-
pliquen las variables e
información relevante para el
diagnóstico y el desarrollo del
proyecto.

Conjunto de bibliograf́ıa im-
portante para el desarrollo del
proyecto.

Cap: 2

Cap: 3.1

Cap: 4

Cap: 5

Diseñar e implementar es-
trategias para la catego-
rización de la retinopat́ıa
diabética utilizando algo-
ritmos de inteligencia arti-
ficial..

Documento donde se especifi-
que el análisis y diseño de cada
uno de los algoritmos.

Código fuente de cada una de
las técnicas de inteligencia ar-
tificial implementadas.

Cap: 5

Desarrollar una aplicación
prototipo que permita ge-
nerar una categorización
de retinopat́ıa diabética,
teniendo en cuenta las va-
riables asociadas a la enfer-
medad.

Software prototipo con inter-
faz gráfica el cual permite in-
gresar los datos para generar
el diagnóstico utilizando los
algoritmos previamente imple-
mentados.

Cap: 5

Cap: 7

Realizar pruebas de los al-
goritmos y crear un análisis
comparativo de los resulta-
dos obtenidos en éstos.

Documento con el análisis
comparativo, anexando gráfi-
cas, tablas, indicadores de
desempeño, conclusiones y
análisis sobre los resultados
de cada algoritmo.

Cap: 6

Cap: 8

Tabla 1: Resultados esperados por objetivo espećıfico
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1.5. Alcances de la propuesta

Una vez concluido el proyecto se espera tener un prototipo de un sistema para el
diagnóstico de retinopat́ıa diabética, el cual tendrá como entrada caracteŕısticas previa-
mente obtenidas de una imagen de la retina del ojo.

El prototipo del sistema no será una herramienta para el usuario final, pero contará con
la funcionalidad básica de permitir ingresar los datos y seleccionar con cuál de los dos
algoritmos de inteligencia artificial generar el diagnóstico. Se debe aclarar que cuando se
habla de generar un diagnóstico, este resultado tiene como objetivo servir de ayuda al
médico en la toma de su decisión y no reemplazarlo en ningún caso.

En este proyecto se usarán dos algoritmos de inteligencia artificial principalmente por
el tiempo correspondiente para el desarrollo (8 meses), además al ser dos permitirá tener
dos resultados posiblemente diferentes, para ser almacenados en tablas y representados en
gráficas para tener un punto de comparación directa del desempeño de cada uno.

Existen diferentes proyectos que proponen otros algoritmos para categorizar la retino-
pat́ıa diabética, lo cual permitirá tener una base para el desarrollo y resultados sobre los
cuales comparar los obtenidos en el proyecto, poder generar conclusiones sobre éstos y
determinar cuál podŕıa ser el mejor algoritmo a implementar en posteriores sistemas de
apoyo para la toma de decisiones del médico.

2. Marco Teórico

2.1. Glosario

AGF : Angiograf́ıa fluorescéınica.

C : Clasificación de retinopat́ıa diabética.

DM : Diabetes mellitus.

DM tipo 1: Diabetes mellitus tipo 1.

DM tipo 2: Diabetes mellitus tipo 2.

ECM: Error Cuadrático Medio.

EM : Edema Macular.

ES : Estrategias evolutivas.

Exudados (EX): Inflamaciones que se depositan en los tejidos o cavidades del
organismo.

EYT : Exámenes y tratamientos.
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GDM : Diebetes mellitus gestacional.

GEP : Programación de expresión genética.

Hemorragia : Salida de sangre de las arterias, venas o capilares por donde circula.

IA : Inteligencia Artificial.

Isquemia : Detención o disminución de la circulación de sangre a través de las
arterias de una determinada zona.

LCS : Learning Classifier Systems - Sistemas Clasificadores.

Mácula : Área muy pequeña en el centro de la retina.

Microaneurisma (MA): Aneurismas muy pequeños.

OCT : Tomograf́ıa de coherencia optica.

Retina : Tejido que cubre la parte posterior del ojo.

Retina periférica: Es la parte alrededor de la retina.

Retinopat́ıa diabética : Enfermedad ocular producida por la diabetes.

RDNP : Retinopat́ıa diabética no proliferativa.

RDP : Retinopat́ıa diabética proliferativa.

Vı́treo : La sustancia gelatinosa en el centro del ojo.

2.2. Inteligencia artificial

La inteligencia artificial se puede definir en 4 categoŕıas diferentes [16]:

1. Sistemas que piensan como humanos: “Actividades que vinculamos con procesos de
pensamiento humano, actividades como la toma de decisiones, resolución de proble-
mas, aprendizaje”.(Bellman, 1978).

2. Sistemas que piensan racionalmente: “El estudio de las facultades mentales mediante
el uso de modelos computacionales”.(Charniak y McDermott, 1985).

3. Sistemas que actúan como humanos: “El arte de desarrollar máquinas con capaci-
dades para realizar funciones que cuando son realizadas por personas requieren de
inteligencia”.(Kurzweil, 1990).

4. Sistemas que actúan racionalmente: “La inteligencia computacional es el estudio del
diseño de agentes inteligentes”.(Poole, 1998).

La inteligencia artificial es un área multidisciplinaria que estudia la creación y diseño
de sistemas capaces de resolver problemas por śı misma utilizando modelos principalmente
inspirados en la bioloǵıa, algunas ramas de la inteligencia artificial son:
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2.2.1. Búsqueda del estado solución.

Esta técnica busca la solución de un problema a partir de los posibles estados que
puede tener, a diferencia de las soluciones ingenuas que consiste en recorrer todos estados
posibles. La inteligencia artificial usa principalmente árboles de búsqueda, que toma como
ráız un estado inicial y a partir de diferentes técnicas, éste se va expandiendo y generado
estados posibles, donde la decisión es tomada a partir de una heuŕıstica diseñada para el
problema en espećıfico [16].

Las heuŕısticas son funciones que evalúan un estado y le asignan un valor a ésta, las
heuŕısticas son importantes ya que de ésta depende que el algoritmo de inteligencia ar-
tificial cumpla su objetivo, por lo tanto un buen diseño de una función heuŕıstica es
indispensable, sin dejar de lado la complejidad temporal y espacial, dado que en algunos
casos la respuesta debe ser los más rápido posible.

2.2.2. Algoritmos genéticos.

Son algoritmos de búsqueda de óptimo basados en la teoŕıa de la evolución de Darwin.
Consiste en definir un cromosoma para aśı crear una población que al ser sometidos a
reproducción, acciones aleatorias como la mutación y un criterio de selección, los más
aptos sobrevivirán y éstos serán las mejores soluciones del problema [17]. Una descripción
gráfica del proceso se ilustra en la figura 1.

Figura 1: Proceso de un algoritmo genético.
1
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Existen diferentes técnicas aplicadas a los algoritmos evolutivos lo cual hace que se
adapte a diferentes problemas:

Programación de expresión genética (GEP): utiliza poblaciones de programas
informáticos los cuales son codificados en cromosomas lineales de longitud fija que
posteriormente son representados en árboles de expresión [17].

Estrategias evolutivas (ES): consiste en evolucionar a los individuos por medio de
la mutación y la recombinación, utiliza la autoadaptación para ajustar los parámetros
de control de búsqueda [17].

Sistemas Clasificadores: también llamados Learning Classifier Systems (LCS),
consiste en generar reglas de inferencia para que a partir de una entrada dar co-
mo salida una clasificación. Esta técnica necesita de datos iniciales sobre los cuales
trabajar y a medida que se vaya usando el algoritmo las reglas se irán ajustando
[17].

Simulated Annealing (SA): SA es una búsqueda de generar y probar técnicas ba-
sadas en una analoǵıa f́ısica, más que biologica. Sin embargo, las SA puede ser vista
como un proceso evolutivo con población de tamaño 1, representación dependiendo
del probleba, mutación y un mecanismo espećıfico de supervivencia. la presión se-
lectiva cambia durante el curso del algoritmo.
En este mecanismo el parámetro de la temperatura disminuye según un esquema pre-
definido dependiente del tiempo, haciendo que la probabilidad de aceptar soluciones
inferiores sea cada vez pequeña [17].

2.2.3. Redes neuronales artificiales

Esta técnica está motivada en modelar la forma del procesamiento de la información en
sistemas nerviosos biológicos, principalmente por la forma del funcionamiento del cerebro
humano. Dado esto una red neuronal artificial es un procesador de información construido
por unidades sencillas de procesamiento llamadas neuronas, algunas caracteŕısticas son:
adquirir conocimiento a partir de la experiencia, adaptabilidad, tolerancia a fallas y com-
portamiento no lineal [18].

1Imagen tomada de: http://www.cs.us.es/~fsancho/?e=65 ultima visita: 09-05-2017
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Figura 2: Diferentes arquitecturas de redes neuronales.
2

La figura 2 muestra diferentes arquitecturas de redes neuronales, donde cada una de
ellas puede tener un mejor comportamiento sobre un problema en espećıfico, y a medida
que avanza los estudios de la inteligencia artificial nuevas arquitecturas de redes neurona-
les aparecen para ampliar y mejorar esta área.

La construcción de una red neuronal consiste en generar un modelo o seleccionar y adaptar
uno ya existente, identificar las entradas, salidas y calcular los pesos de la sinapsis. Este
último es importante ya que de estos pesos depende la decisión final que tendrá la red
neuronal. Para calcular estos pesos existen varias técnicas que consisten en prueba y error
hasta llegar a nivel de satisfactibilidad, a este proceso se le llama aprendizaje de la red
neuronal.

2.2.4. Máquinas de soporte vectorial

Son un conjunto de algoritmos centrados principalmente en la clasificación y regresiones
lineales, se encuentra entre los algoritmos de aprendizaje supervisado, para la clasificación
crea un conjunto de hiperplanos en espacios dimensionales altos [19].

2Imagen tomada de: http://www.example.com/the_image.png ultima visita: 09-05-2017
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Figura 3: Hiperplanos de separación.
3

La figura 4 muestra dos gráficas donde (a) solo contiene un hiperplano de separación,
(b) muestra más hiperplanos de separación de los datos. Y aunque se puedan crear dife-
rentes hiperplanos de separación se debe de encontrar un hiperplano óptimo el cual esté
equidistante de las dos categoŕıa de datos.

2.3. Aprendizaje de los algoritmos

Los algoritmos de inteligencia artificial en sus procesos de decisión deben ser entrena-
dos, para cada algoritmo puede variar la implementación pero en general existen dos tipos
de aprendizaje:

2.3.1. Aprendizaje supervisado

Consiste en generar valores capaces de determinar correctamente la respuesta, esto lo
debe de hacer a partir de una serie de ejemplos mostrados, los cuales son los datos de
entrenamiento, para ello debe de generalizar de los estados presentados a las situaciones
no vistas previamente [18].

2.3.2. Aprendizaje no supervisado

Consiste en generar valores a un modelo, donde estos valores serán principalmente gene-
rados por el experto a partir de observaciones, y es aqúı donde se distingue del aprendizaje
supervisado donde no hay un conjunto de conocimiento inicial [18].

3imagen tomada de: urlhttp://www.ia.uned.es/ ejcarmona/publicaciones/[2013-
Carmona] %20SVM.pdf última visita 09-05-2017.
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2.4. Diabetes Mellitus

La diabetes Mellitus (DM) comprende un grupo de trastornos metabólicos frecuen-
tes que comparten el fenotipo de altos niveles de glucosa en sangre (Hiperglucemia). De
acuerdo con la causa de la DM,los factores que contribuyen a la hiperglucemia pueden ser
deficiencia de la secreción de insulina, disminución de la utilización de glucosa o aumento
de la producción de ésta. En Estados Unidos, la DM es la primera causa de enfermedad
renal en etapa terminal, de amputaciones no traumáticas de extremidades inferiores (pie
diabético) y pérdida potencial de la visión a causa de la retinopat́ıa diabética [4].

Las dos categoŕıas amplias de la DM se designan tipo 1 y tipo 2, éstos dos tipos de
diabetes son antecedidos por una fase de metabolismo anormal de glucosa.

2.4.1. La diabetes Mellitus Tipo 1

Anteriormente llamada DM insulinodependiente, en esta forma de diabetes las células
Beta son destruidas lo que habitualmente provoca deficiencia completa o casi total de
insulina [4].

2.4.2. La diabetes Mellitus Tipo 2

Llamada anteriormente DM no insulinodependiente, presenta diversos trastornos que
se caracterizan por grados variables de resistencia a la insulina, menor secreción de dicha
hormona y una mayor producción de glucosa [4].

2.4.3. Diabetes Mellitus Gestacional (GDM)

La intolerancia a la glucosa que se desarrolla durante el embarazo se clasifica como dia-
betes gestacional. Aunque esta forma de diabetes en general desaparece después del parto,
una mujer que haya tenido diabetes gestacional tiene mayor probabilidad de presentar
diabetes tipo 2 más adelante [4].

2.5. Retinopat́ıa Diabética

Es la enfermedad ocular diabética más común, ocurre cuando los niveles de azúcar en
la sangre son muy altos durante largos peŕıodos de tiempo, los capilares (pequeños vasos
sangúıneos) que suministran sangre a la retina pueden deteriorarse. Con el tiempo, estos
vasos sangúıneos comienzan a filtrar ĺıquidos y grasas, produciendo un edema (hinchazón).
Eventualmente, una condición llamada isquemia puede ocurrir, durante la cual los vasos
sangúıneos pueden taparse. En otros casos, nuevos vasos sangúıneos anormales crecen en
la superficie de la retina [20].
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La retina: Es una capa fina de tejido sensible a la luz que cubre la parte posterior
del ojo. Los rayos de luz se enfocan en la retina, donde son transmitidos al cerebro
e interpretados como imágenes.

La retina periférica: Es la parte alrededor de la retina, es responsable por la visión
lateral o periférica.

La mácula: Es un área muy pequeña en el centro de la retina. La mácula es el área
responsable por la visión detallada, permitiéndonos leer, coser o reconocer una cara.

Figura 4: Anatomı́a del ojo.
4

Existen dos tipos de retinopat́ıa diabética:

2.5.1. Retinopat́ıa diabética no proliferativa (RDNP)

La retinopat́ıa diabética no proliferativa (RDNP) es la etapa más temprana de la retino-
pat́ıa diabética. Cuando existe esta condición, los vasos sangúıneos deteriorados permiten
un escape de fluidos de sangre dentro del ojo. Ocasionalmente, depósitos de colesterol u
otras grasas de la sangre pueden entrar en la retina [20].

La RDNP puede causar cambios en los ojos, incluyendo:

Microaneurismas: Unas pequeñas protuberancias en los vasos sangúıneos de la
retina que con frecuencia dejan escapar ĺıquidos [20].

Hemorragias de la retina: Unas pequeñas manchas de sangre que entran a la
retina [20].

Exudados duros: Es la inflamación o engrosamiento de la mácula a causa de esca-
pes de ĺıquido de los vasos sangúıneos de la retina. La mácula no funciona correcta-
mente cuando está inflamada. El edema macular es la causa más común de pérdida
de la visión durante la diabetes [20].

4Imagen tomada de: https://www.aao.org/salud-ocular/enfermedades/retinopatia-diabetica
ultima visita: 09-05-2017
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Exudados macular: Es la inflamación o engrosamiento de la mácula a causa de
escapes de ĺıquido de los vasos sangúıneos de la retina. La mácula no funciona co-
rrectamente cuando está inflamada. El edema macular es la causa más común de
pérdida de la visión durante la diabetes [20].

Isquemia macular: Los pequeños vasos sangúıneos (capilares) se cierran o se tapan.
Su visión se torna borrosa ya que la mácula no recibe suficiente sangre para funcionar
correctamente [20].

Figura 5: Foto de la retina con retinopat́ıa diabética no proliferativa.
5

2.5.2. Retinopat́ıa diabética proliferativa(RDP):

La retinopat́ıa diabética proliferativa (RDP) evoluciona a partir de la RDNP y sucede
principalmente cuando más grave es la RDNP. La retina en un intento de suministrar san-
gre a la zona donde los vasos originales se han tapado, la retina responde creando nuevos
vasos sangúıneos. Este proceso se llama neovascularización. Sin embargo, los nuevos vasos
sangúıneos también son anormales y no proporcionan a la retina con el flujo sangúıneo
adecuado. A menudo, los nuevos vasos van acompañados por tejidos cicatrizados que pue-
den hacer que la retina se arrugue o se desprenda [20].

La RDP puede causar una pérdida de la visión más severa que la RDNP, ya que puede
afectar tanto la visión central como la periférica. La RDP afecta la visión de las siguientes
maneras:

5Imagen tomada de: FUNDUSCOPIC FINDINGS, The Atlas of Emergency Medicine, 4e. ultima visita:
09-05-2017
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Figura 6: Foto de la retina con retinopat́ıa diabética proliferativa.
6

Hemorragia v́ıtrea: Los nuevos y delicados vasos sangúıneos sangran dentro del
v́ıtreo, previniendo que los rayos de luz lleguen a la retina. Si la hemorragia es
pequeña, es posible que la persona afectada vea algunas nuevas manchas oscuras y
flotantes. Una hemorragia muy grande puede bloquear la visión, permitiéndole sólo
ver la diferencia entre claro y oscuro. Una hemorragia v́ıtrea por śı sola no causa una
pérdida de visión permanente. Toda vez que la sangre desaparece, la visión puede
volver a su estado anterior, a menos que la mácula se haya dañado [20].

Desprendimiento de la retina por tracción: Cuando el tejido de una cicatriz
producida por una neovascularización se encoge, la retina se arruga y puede despren-
derse de su posición normal. Estas arrugas maculares pueden distorsionar la visión.
Pérdida de la visión más graves pueden ocurrir si la mácula o áreas grandes de la
retina se desprende [20].

Glaucoma neovascular: Si una serie de vasos de la retina se cierran, una neovascu-
larización en el iris (la parte coloreada del ojo) puede ocurrir. Cuando esta condición
existe, los nuevos vasos sangúıneos pueden bloquear el flujo normal de ĺıquido en el
ojo. La presión en el ojo aumenta, lo que presenta una condición particularmente
grave que causa daños al nervio óptico [20].

6Imagen tomada de: FUNDUSCOPIC FINDINGS, The Atlas of Emergency Medicine, 4e. ultima visita:
09-05-2017
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Nivel de severidad Caracteŕısticas
No aparente Retinopat́ıa No se observan abnormalidades
Leve NPDR Se observan el inicio de aparición Microaneurismas
Moderada NPDR Solo se observan Microaneurismas
Severa NPDR Se observan Microaneurismas, además se encuentra la presencia

de exudados y hemorragias internas
PDR Presencia de Neovascularización y hemorragia v́ıtrea

Tabla 2: Clasificación de la retinopat́ıa diabética

2.6. Exámenes para el diagnóstico de retinopat́ıa diabética

Existen diferentes tipos de exámenes que apoyan el diagnóstico y manejo de las com-
plicaciones presentadas en la retina de los pacientes diabéticos [6]:

2.6.1. Angiograf́ıa fluorescéınica (AGF)

La AGF se basa en el principio de la transmisión de fluorescencia a través de los tejidos
de la retina y coroides, captados a través de fotograf́ıas con filtros especiales. El colorante
de fluorescéına sódica se inyecta en la vena y se registra el comportamiento circulatorio del
mismo en la retina. Se toman fotos basales a color con filtros especiales, y luego se toman
una serie de fotograf́ıas conforme el colorante circula por las venas y arterias de la retina.
Las fases tempranas, intermedias y tard́ıas se identifican pasados cerca de diez minutos,
tiempo promedio que tarda una angiograf́ıa. De acuerdo al comportamiento de los tiempos
de llenado y de los patrones observados, el retinólogo obtiene información valiosa acerca
del comportamiento circulatorio y de los daños que un paciente pueda tener en la retina
[6].

2.6.2. Fondo de ojo

Examen realizado con un oftalmoscopio, es un tipo de microscopio que se utiliza para
examinar la parte frontal del ojo, incluyendo párpados, conjuntiva, esclera, cornea, iris,
cámara anterior, cristalino, y también partes de la retina y el nervio óptico [6].

2.6.3. Tomograf́ıa de coherencia óptica(OCT)

La tomograf́ıa de coherencia óptica (OCT por sus siglas en inglés), es una exploración
no invasiva con láser que proporciona imágenes de alta resolución de la retina, ayudando
a su oftalmólogo a evaluar su espesor. Una tomograf́ıa de coherencia óptica puede pro-
porcionar información sobre la presencia y severidad de un edema macular (hinchazón)
[6].
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2.7. Messidor base de datos

La base de datos Messidor ha sido establecida para facilitar estudios en los diagnósticos
asistidos por computador de retinopat́ıa diabética. Los datos en la base de datos son de uso
libre para propósitos educativos. Esta base de datos se compone por más de 1000 imágenes
de la retina obtenidas de 3 departamentos oftalmológicos diferentes. La explicación de la
base de datos propone modelos básicos para el procesamiento de las imágenes, resultados
de análisis de las imágenes, y reglas básicas para diagnosticar retinopat́ıa diabética y
edemas maculares [21].

3. Marco Referencial:

3.1. Marco Referencial de Algoritmos Computacionales:

Nombre del art́ıculo Algoritmos Utilizados Resultados
Detección y clasificación de
Retinopat́ıa Diabética no
Proliferativa usando una
Red Neuronal de Retropro-
pagación [22].

Redes neu-
ronales.

Tuvo una precisión del 95 % en su
diagnóstico.

An ensemble-based system
for automatic screening of
diabetic retinopathy [23]. Redes neu-

ronales.

SVM.

Random
Forest.

Árboles de
decisión.

Usó diferentes algorismo de apren-
dizaje, pero el que mejor resultado
dio,fue SVM con una precisión ma-
yor al 95 % (Citado por 35).

Machine Learning on the
Diabetic Retinopathy De-
brecen Data Set[24] Redes neu-

ronales.

SVM.

Random
Forest.

K-NN.

SVM tuvo la mejor precisión con un
76 %
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Nombre del art́ıculo Algoritmos Utilizados Resultados
An Improved Medical De-
cision Support System to
Identify the Diabetic Re-
tinopathy Using Fundus
Images[25].

SVM.

Tiene una precisión del 97 %, a di-
ferencias del anterior. Este usa co-
mo entreda directamente las imáge-
nes de la retina. (Citado por 6)

An Expert Support System
for Breast Cancer Diag-
nosis using Color Wavelet
Features[26].

SVM.

Redes baye-
sianas.

Redes Neu-
ronales.

SVM tuvo la mejor precisión con un
98 % (Citado por 16).

Tuberculosis Disease Diag-
nosis Using Artificial Neu-
ral Network Trained with
Genetic Algorithm[27].

Redes neu-
ronales
entrena-
das por
algoritmos
genéticos.

Tuvo una precisión del 94 %, mejo-
rando en un 2 % otros estudios ante-
riores con redes neuronales. (Citado
por 44)

Un sistema experto difuso
en la Web para diagnóstico
de diabetes[28]. Lógica difu-

sa.

Fue probado por varios médicos, pa-
cientes con y sin diabetes, mostran-
do que ayuda muchos a los médicos
a dar un dianóstico más certero, te-
niendo en cuenta más variables y ser
más óptimos con el tiempo. (Citado
por 1)

Artificial neural networks
applied to cancer detec-
tion in a breast screening
programme[29].

Redes Neu-
ronales.

Usó 9 modelos de redes neuronales,
siendo el primero con 32 neuronas y
aumentando hasta el modelos 9 con
484. después del entranimiento y las
pruebas, se encontró que los mode-
los 5, 6 y 7 teńıan los mejores re-
sultados, y siendo el modelo 5 con
144 neuronas la que mejor precisión
tuvo, con un 75 %. (citado por 27)
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Nombre del art́ıculo Algoritmos Utilizados Resultados
A Clinical Decision Sup-
port System with an
Integrated EMR for
Diagnosis of Peripheral
Neuropathy[30].

Lógica difu-
sa.

El sistema puede diagnosticas 4 di-
ferentes neuropat́ıas y fue testeado
con ayuda de expertos, presentcan-
do una precisión del 93 %. (Citado
por 4)

A Study on Hepatitis
Disease Diagnosis Using
Probabilistic Neural
Network[31].

Redes neu-
ronales
Probabilis-
ticas(PNN).

PNN tiene una precisión de 91,2 %,
una precisión mayor que muchas
otros modelos de redes neuronales
para esta enfermedad (Citado por
25).

A Study on Hepatitis
Disease Diagnosis Using
Multilayer Neural Network
with Levenberg Marquardt
Training Algorithm[32].

Redes neu-
ronales
Entrenadas
por Leven-
berg Mar-
quardt(MLNN).

MLNN tiene una precisión de
91,87 %, siendo aśı una red neuronal
con mayor precisión, esto puede ser
a que LM le proporciona una ma-
yor velocidad de convergencia (Ci-
tado por 45).

Performance analysis of
descriptive statistical fea-
tures in retinal vessel seg-
mentation via fuzzy logic,
ANN, SVM, and classifier
fusion[33].

Lógica difu-
sa.

ANN.

SVM.

Clasificador
de fusión.

Se usó el sistema en dos bases de
datos diferentes, en los dos casos las
redes neuronales tuvo la mejor pre-
cisión con un 94 %, seguida por la
lógica difusa con un 93 % de preci-
sión (Citado por 4).

Vessel segmentation and
microaneurysm detection
using discriminative dictio-
nary learning and sparse
representation[34].

Discriminative
dictionary
learning.

Detecta los microaneurismas y va-
sos de la retina del ojo, es usado en
dos bases de datos diferentes, y tiene
una precisión del 94 % (Citado por
5).

Tabla 3: Marco Referencial Algoritmos Computacionales.
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3.2. Marco Referencial de Medicina:

Nombre
Caracteŕısticas

Observaciones Aporte
DM RDNP RDP MA EX EYT C EM

Comparison of
Standardized
Clinical Clas-
sification with
Fundus Photo-
graph Grading
for the assess-
ment of Diabetic
Retinopathy and
Diabetic Macular
Edema Severity
[35]

x Propone una clasificación
cĺınica de la retinopat́ıa
diabética, mostrando la
equivalencia con la tabla de
clasificación ETDRS.

Relación de los
microaneurismas,
exudados y he-
morragias para la
clasificación cĺıni-
ca de retinoat́ıa
diabética, es
una clasificación
simple.

Diabetic retino-
pathy - ocular
complications of
diabetes mellitus
[36]

x x x x x Habla principalmente de
edema macular, y la com-
plicación de la retinopat́ıa
diabética.

Importancia del
diametro de los
exudados para
el diagnóstico de
edema macular,
siendo ésta una
complicación de
la retinopat́ıa
diabética.
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Nombre
Caracteŕısticas

Observaciones Aporte
DM RDNP RDP MA EX EYT C EM

ryan’ retina volu-
me I [37]

x x x x x x x Libro muy imporante y
completo sobre todo lo re-
lacionado con el ojo, es
muy técnico y espećıfico en
oftalmoloǵıa.

Relación de los
microaneurismas,
exudados y he-
morragias para la
clasificar el nivel
de retinoat́ıa
diabética.

Preferred Practi-
ce Pattern: Dia-
betic retinopathy
[38]

x x x x x x Habla de historia de re-
tinopat́ıa diabética, da la
clasificación de la retino-
pat́ıa y explica un proceso
que se dede tener un con
un paciente con retinopat́ıa
diabética y qué exámenes
usar.

Relación de los
microaneurismas,
exudados y he-
morragias para
la clasificación
de retinopat́ıa
diabética. Men-
ciona otras
variables como
tipo de diabetes,
tiempo de pre-
diabetes, edad
para el diagnósti-
co de retinopat́ıa
diabética.
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Nombre
Caracteŕısticas

Observaciones Aporte
DM RDNP RDP MA EX EYT C EM

Diabetic retino-
pathy [39]

x x x x x x Clasifica la retinopat́ıa
diabética, explicando ca-
da estado, y da alguna
información más sobre la
retinopatia diabética y la
relación que esta puede
dar para dar un porcentaje
de muerte del paciente

Relación de los
microaneuris-
mas, exudados
y hemorragias
para la clasifica-
ción de retinoat́ıa
diabética e imáge-
nes explicativas.

Retinopat́ıa
diabética simplifi-
cada [40]

x x x x Expone y explica: early
treatment diabetic retino-
pathy study(ETDRS). Ya
que es una clasificación in-
ternacional.

Relación de
microaneuris-
mas, exudados,
edemas, para
la clasificación
de retinopat́ıa
diabética en
la clasificación
internacional.

Harrison’s Princi-
ples of Internal
Medicine [4]

x x x x Libro importante para de-
finición de diabetes y sus
cuidados, explica que la re-
tinopat́ıa diabética es una
por culpa de la diabetes
mellitus.

Explicación de
diabetes mellitus,
tipos y efectos de
ésta.
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Nombre
Caracteŕısticas

Observaciones Aporte
DM RDNP RDP MA EX EYT C EM

Teleoftalmoloǵıa
para el cribado de
la retinopat́ıa [41]

x x x Explica la Teleoftalmoloǵıa
y como se puede diagńısti-
cas retinopat́ıa diabética a
partir de imágenes de la re-
tina tomados por un reti-
nografo.

Examen a dis-
tancia para
diagnóstico de re-
tinopat́ıa diabéti-
ca, consiste en
tomar fotos de la
retina y enviarlas
por algún medio
electrónico para
su revisión, da
buenos resultados
y es útil para
que las imágenes
tomadas sean
procesadas por
sistemas.

United Kingdom
Prospective Dia-
betes Study [42].

x x x x x Estudio de datos de pa-
cientes, clasificando estos
datos por diferentes varia-
bles y ver cómo se compor-
ta la enfermedad en la po-
blación.

Menciona otras
variables como
tipo de diabetes,
tiempo de diabe-
tes, edad, para
evaluar un ries-
go de presencia
de retinopat́ıa
diabética.
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Nombre
Caracteŕısticas

Observaciones Aporte
DM RDNP RDP MA EX EYT C EM

Gúıa de Retino-
pat́ıa[6]

x x x x x x x Gúıa de retinopat́ıa
diabética, donde explica
todo muy detalladamente,
pero no hace una explo-
ración profunda sobre los
temas, pero sirve mucho
para dar una definición
inicial

Gúıa donde ex-
plica el proceso
que debe tener
el médico para el
diagnóstico, don-
de también expli-
ca que el tiempo
de una cita no es
suficiente para un
bien proceso.

GUIA PRACTI-
CA CLINICA DE
RETINOPATIA
DIABETICA
PARA LATI-
NOAMERICA
[43]

x x x x x x x x Dirigida a oftalmólogos y
profesionales de la salud,
explica mucho sobre la re-
tinopat́ıa diabética.

Relacion de mi-
croaneurismas
para la clasifica-
ción de retino-
pat́ıa diabética,
además agrega
un porcentaje de
progresión de la
enfermedad.

Teleoftalmoloǵıa
para el cribado
de Retinopat́ıa
Diabética en un
área de salud
integrada: modelo
de gestión de la
demanda[44]

x x x Análisis de este examen y
modalidad para diagnósti-
co de la enfermedad.

Explicación y pro-
ceso del examen
para el diagnósti-
co de retinopat́ıa
diabética
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Nombre
Caracteŕısticas

Observaciones Aporte
DM RDNP RDP MA EX EYT C EM

Coverage and
results of a scree-
ning program
for diabetic re-
tinopathy using
mydriatic re-
tinography in
primary health
care [45]

x x x Análisis de un proceso pa-
ra el diagnóstico de retino-
pat́ıa diabética.

Chapter 3 .
Funduscopic
Findings Age-
Related Macular
Degeneration [46]

x x x x Caṕıtulo de un libro, don-
de se explica la retino-
pat́ıa diabética, tiene ejem-
plos gráficos para ver los
microaneurismas y exuda-
dos duros.

Explicación de
la retinopat́ıa
diabética, mi-
croaneurismas,
exudados y
hemorragias.

Atlas de la Diabe-
tes de la FID [47]

x x x Art́ıculo de la federación
internacional de la diabe-
tes, explica mucho sobre
toda la diabetes

Sustento teórico
de la diabetes
mellitus, y preva-
lencia de ésta en
todo el mundo.

PREVALENCIA
DE RETI-
NOPATÍA
DIABÉTI-
CA EN UNA
POBLACIÓN
DIABÉTICA [48]

x Análisis de la prevalen-
cia de retinopat́ıa diabéti-
ca en una población, mues-
tra que el tiempo de la dia-
betes es importante para la
retinopat́ıa diabética.

El tiempo de la
diabetes mellitus
en el paciente se
puede relacionar
con la presencia
de retinopat́ıa
diabética.

Tabla 4: Marco Referencial de Medicina
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4. Base de Datos:

El Dataset usado para el proyecto, son los datos obtenidos del procesamiento de las
imágenes de la retina, de la base de datos messidor [21]. éstas imágenes fueron procesadas a
partir de los modelos presentados en el art́ıculo “An ensemble-based system for automatic
screening of diabetic retinopathy.”[23] obteniendo aśı 19 parámetros explicados en la tabla
5

Caracteŕıstica Descripción
X0 Un resultado que determina la calidad de la imagen (0 = mala;

1= Buena).
X1 Resultado de un pre-procesamiento, (1 = severa RD o 0 = no

Severa RD).
X2 · · ·X7 Número entero que determina la cantidad de microaneurismas

detectados, con un nivel de confianza del 50 % al 100 %, respec-
tivamente.

X8 · · ·X16 Número entero con la cantidad de ṕıxeles que representan un
exudado, con un nivel de confianza del 20 % al 100 %, respecti-
vamente.

X17 Valor relativo que determina la distancia del centro de la mácu-
la a el centro del disco óptico.

X18 Resultado de Clasificación AM/FM.

Tabla 5: Parámetros de la Base de datos

Para tener una visión de los datos, la gráfica 7 muestra un diagrama de dispersión
de todos los parámetros, donde se puede observar cuáles son los datos que tiene valores
máximos y mı́nimos. Como por ejemplo X8 el cual representa el número de ṕıxeles de
exudados con un nivel de confianza del 20 %, es el parámetro que tiene el valor más alto a
comparación de todos los demás. Otra observación que se puede hacer es que el conjunto
de parámetros X2 · · ·X7 el cual representa a los microaneurismas, va disminuyendo de una
forma lineal a medida que aumente el porcentaje de confianza, y el conjunto de parámetros
X8 · · ·X16 que representan a los exudados, va disminuyendo de forma exponencial a medida
que aumente el procentaje de confianza.
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Figura 7: Diagrama de dispersión de los datos.

A partir de esta información se puede normalizar los datos, para que todos lo valores
estén en el rango [0,1]:

El número de microaneurismas X2 · · ·X7, es convertido en binarios de 7 d́ıgitos, para
que sean 1s y 0s. dado que inicialmente hay 6 parámetros de entrada de microaneu-
rismas, se tendŕıa que se convierten en 42 parámetros de entrada, que sumados con
los 13 parámetros restantes daŕıa 55 parámetros de entrada para la red.

El porcentaje de exudados X8 · · ·X16, es normalizado dividiendo cada uno en el
número de ṕıxeles de la imagen original, para que el resultado sea 1s y 0s.

Después de este paso, se obtienen 55 parámetros, y aśı servirán de entrada de la función
de predicción de redes neuronales.

5. Implementación

5.1. Selección

En la computación se tiene una gran cantidad de algoritmos de decisión que se ba-
san en diferentes técnicas de computación, en la Tabla: Marco Referencial de Art́ıculos
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de Computación. se puede ver la presencia de algunos algoritmos que se basan principal-
mente en dos técnicas de computación Redes Neuronales y SVM. Para poder decidir los
algoritmos que se van implementar primero toca decidir la técnica computacional en la
que cual se va a basar los algoritmos.
La técnica a usar entre las dos mencionadas anteriormente, será seleccionada a partir de
lo siguiente:

Número de citaciones de los art́ıculos en la Tabla 3.1 .

Número de implementaciones en la Tabla 3.1.

Mejores Resultados obtenidos en la Tabla 3.1.

Resultados obtenidos:

Redes neuronales tiene el mayor número de implementaciones en la tabla de antece-
dentes, con 8 implementaciones a comparación de SVM con 5 veces.

Redes neuronales tiene el art́ıculo con mayor número de citaciones, ((Redes neu-
ronales Entrenadaspor Levenberg Marquardt(MLNN) [32])) con 45 citaciones, el
segundo art́ıculo en número de citaciones también implementa redes neuronales,
((Tuberculosis Disease Diagnosis Using Artificial Neural Network Trained with Ge-
netic Algorithm[27])) con 44 citaciones, y el tercer art́ıculo en número de citaciones
implementa diferentes algoritmos entre ellos redes neuronales y SVM, ((An ensemble-
based system for automatic screening of diabetic retinopathy [23])), con 35 citaciones.

Redes neuronales junto con SVM tienen procentaje de precisión muy alto, teniendo a
SVM con su mayor precisión en un 98 % y a redes neuronales con su mejor precisión
en un 95 %.

Éstos resultados fueron tomados de art́ıculos publicados en fuentes confiables, siendo
aśı un buen indicador de fiabilidad. y un punto de arranque para el proyecto actual.

5.2. Red Neuronal Artificial:

La implementación de la red neuronal en el actual proyecto se ve dividida en dos:
Función de predicción: En esta función se debe tener en cuenta la arquitectura de la
red, para saber como interpretar los pesos sinápticos y que al momento de tener un patrón
de entrada, los cálculos de la salida se realicen de la manera correcta, la cual seŕıa la
respuesta de la red con respecto al patrón de entrada.
Función de entrenamiento: son los diferentes algoritmos de entrenamientos de la red,
que son los encargados de recalcular los pesos de las conexiones sinápticas, para que los
resultados de precisión sean cada vez mejores.
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5.2.1. Función de predicción:

Una red neuronal puede variar mucho, ya sea en su número de neuronas, en el número
de salidas y en su arquitectura, respondiendo a esto en el actual proyecto de usará una
sola salida con una arquitectura de perceptrón con una capa oculta y dejando variable el
número de neuronas, él cual será un parámetro importante en las pruebas que se deben
realizar.

El calculo de la salida de una red neuronal con arquitectura perceptrón, se puede
simplificar en multiplicación de matrices, ya que los pesos sinápticos de la red neuronal
estás almacenados computacionalmente en matrices, en tamaños que responden al tamaño
de la red.

Para empezar con la explicación de la implementación de la red neuronal, se deben
estándarizar las variables a usar:

N = número de entradas de la red neuronal = 55

M = número de neuronas = V ariable

S = número de salidas = 1

La función de predicción en casos generales tendrá como entrada la siguientes matrices:

PatronEntrada(N×1) =


E1

E2

.

.

.
EN

 (1)

PesosCapaOculta(M×N) =


W11 W12 W13 W14 W15 · · · W1N

W21 W22 W23 W24 W25 · · · W2N

· · ·
· · ·
· · ·
WM1 WM2 WM3 WM4 WM5 · · · WMN

 (2)

PesosCapaSalida(S×M) =


P11 P12 P13 P14 P15 · · · P1M

P21 P22 P23 P24 P25 · · · P2M

· · ·
· · ·
· · ·
PS1 PS2 PS3 PS4 PS5 · · · PSM

 (3)

A partir de estas entradas, primero se debe calcular la salida neta de la capa oculta,
esto se realiza por medio de la multiplicación de (2) con (1) y después sumar el bias a los
pesos resultantes, teniendo aśı:

SalidaNetaCapaOculta(M×1) = PesosCapaOculta(M×N) ∗ PatronEntrada(N×1) (4)
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Ya habiendo tenido la salida neta de la capa oculta, se haya la salida total de la red,
multiplicando 3 con 4, teniendo aśı:

Salida(S×1) = PesosCapaSalida(S×M) ∗ SalidaNetaCapaOculta(M×1) (5)

Obteniendo un vector con cada una de las salidas de la red. En el actual proyecto se
está usando una sola salida, ya que ésta permite dar una clasificación positiva “existencia
de la enfermedad = 1” o una clasificación negativa “no hay existencia de la enfermedad =
0”. Por lo tanto la salida total de la red neuronal será un vector de tamaño (1× 1), lo que
es lo mismo que un escalar. Una representación de la red neuronal resultante es la que se
ve en la gráfica 8.

5.2.2. Complejidad Función de Predicción:

Complejidad temporal: Como ya se mencionó, la implementación de la red neuronal
principalmente consiste en multiplicación de matrices, y la complejidad temporal de la
multiplicación de matrices depende del tamaño de ellas. en el calculo de la salida se
realizan dos multiplicaciones, teniendo como complejidad temporal:

SalidaNetaCapaOculta(M×1) = PesosCapaOculta(M×N)∗PatronEntrada(N×1) ⇒ O(NM)

Salida(1×1) = PesosCapaSalida(1×M) ∗ SalidaNetaCapaOculta(M×1) ⇒ O(M)

Sumando estas dos complejidades:

O(NM) +O(M)⇒ O(NM +M)⇒ O(NM)

Teniendo aśı, que la complejidad del calculo de una salida de la red neuronal es:

O(NM) (6)

Complejidad Espacial: La complejidad espacial del algoritmo consiste el almacenar
las matrices, por lo que la complejidad espacial se resume en el tamaño de las matrices:

O(N +NM +M)⇒ O(NM)

5.3. Backpropagation:

Backpropagation o Propagación hacia atrás, es un algoritmo de entrenamiento de Redes
Neuronales, este algoritmo utiliza los patrones de salida de la red y la salida obtenida para
calcular el error de la salida [18].
Este error se propaga desde la capa de salida, hasta la capa de entrada, hacia atrás.
afectando los pesos de cada neurona dado un factor de entrenamiento y su contribución con
la salida, aśı las neuronas que son más determinantes tendrán más cambios a comparación
con las neuronas que no son tan significativas.
Para el actual proyecto se implemento el algoritmo backpropagation en una red neuronal
de una capa oculta, y se verá de la siguiente forma:
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Figura 8: Arquitectura de la Red Neuronal.

5.3.1. Complejidad algoritmos de Backpropagation:

Complejidad temporal: El algoritmos de backpropagation ya que es un algoritmos
de entrenamiento de la red neuronal está constantemente recalculando los pesos de las
capas, lo que determina una constante iteración en los patrones de entrenamiento, estar
usando continuamente la función de predicción y comparar las salidas obtenidas con las
deseadas.

Inicialmente en el algoritmo se obtiene un resultado de un patrón concreto del con-
junto de entrenamiento, lo cual tiene un complejidad O(NM), como se dice en la
sección anterior.

Después, se halla el error de la salida, con respecto a la salida deseada en los patrones
de entrenamiendo, lo cual tiene una complejidad constante O(1).

Ahora se empieza la propagación hacia atrás, primero se recalculan los pesos de la
capa de salida, recorriendo el vector de los pesos de la capa de salida y como éste
tiene un tamaño de (M × 1), implica que tiene una complejidad de O(M).

Continuando con la propagación hacia atrás ahora se recalculas los pesos de la capa
oculta, recorriendo la matriz de pesos de la capa oculta y como ésta tiene un tamaño
de (M ×N), implica que tiene una complejidad de O(MN)

Hasta el momento tenemos diferentes pasos que van en secuencia, por lo que significan
que se suman, dejando aśı:
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= O(NM) +O(1) +O(M) +O(NM)

= O(NM + 1 +M +NM)

= O(2NM +M + 1)

= O(2NM)

= O(NM)

En cada iteración del algoritmos se está constantemente ejecutando todos los pasos
anteriores por cada patrón de entrenamiento, lo que significa una multiplicación en la
complejidad.

T = cantidad de patrones de entrenamiento.

O(TNM)

Para finalizar toda la iteración del algoritmo de backpropagation, se tiene en cuenta
algo que se llama “punto de aburrimiento”, la cual consiste en colocar un ĺımite concreto
de iteraciones o un ĺımite de tiempo de ejecución, teniendo aśı la complejidad final del
algoritmo de entrenamiento:

I = Punto de aburrimiento / cantidad de iteraciones.

O(ITNM) (7)

Complejidad Espacial: La complejidad espacial del algoritmo consiste el almacenar
las matrices, lo cual seŕıa equivalente a la complejidad espacial de la función de predicción:

O(N +NM +M)⇒ O(NM)

5.4. Algoritmos Genéticos:

Los algoritmos genéticos son una técnica computacional bioinspirada de la evolución
de Darwin. Ésta es una técnica exploratoria muy útil en problemas de optimización [17],
como lo es el problema de optimizar los pesos de la red neuronal.
La implementación del algoritmo genético puede variar dado diferentes factores, como lo
son población inicial, forma de reproducción, porcentaje de mutación, fórmula de mu-
tación, selección, entre otras. todas estas variables pueden generar una gran catidad de
posibilidades

5.4.1. Cromosoma:

Para la implementación del algoritmo evolutivo es importante determinar el genotipo
y fenotipo del cromosoma, y cómo se representará computacionalmente para su ejecución.

El Fenotipo: será la reprecenación de las matrices de pesos y bias usados en la Red
neuronal de la Figura 3
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PesosCapaOculta(M∗N) =


W11 W12 W13 W14 W15 ... W1N

W21 W22 W23 W24 W25 ... W2N

.

.

.
WM1 WM2 WM3 WM4 WM5 ... WMN


PesosCapaSalida(1∗M) =

[
P11 P12 P13 P14 P15 ... P1M

]
BiasCapaOculta = B1

BiasCapaSalida = B2

El Genotipo: consistirá en un arreglo de tamaño:

tamano = M ∗N +M + 2 (8)

con la siguiente indexación:

Las primetas M ∗N posiciones representarán la matriz de pesos de la capa oculta.

Las siguientes M posiciones serán los pesos de la capa de salida.

La penúltima posición será el bias de la capa oculta.

La última posición será el bias de la capa de salida.

Cromosoma =
[
W11 ... W1N ... WMN P10 ... P1M B1 B2

]
Ejemplo:

Figura 9: Arquitecturad de la red Neuronal de ejemplo.

Esta Red Neuronal de la figura 4 tiene dos entradas N = 2, dos Neuronas en la capa
oculta M = 2 y una salida. que servirá de ejemplo para explicar el algoritmo genético.
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El Fenotipo:

PesosCapaOculta(2∗2) =

[
W11 W12

W21 W22

]
PesosCapaSalida(1∗2) =

[
P11 P12

]
BiasCapaOculta = B1

BiasCapaSalida = B2

El Genotipo: El tamaño del cromosoma será por lo tanto

Tamano = M ∗N +M + 2 = 2 ∗ 2 + 2 + 2 = 8

Cromosoma =
[
W11 W12 W21 W22 P11 P12 B1 B2

]
5.4.2. Población Inicial:

La población inicial en el algoritmo genético será totalmente aleatorio, aunque cum-
pliendo unas pequeñas reglas. En las pruebas hechas por la implementación de propagación
hacia atrás se encontró que los pesos de la capa oculta vaŕıan en un rango de [−1, 1], y los
pesos de la capa de salida vaŕıan en un rango de [−7, 7], dado ésto la generación aleatoria
cumplirá estos rangos en los pesos correspondientes. pero igualmente estos rangos no son
camisa de fuerza para el algoritmos, ya que por medio de la reproducción y mutación se
podrán salir de éstos si es necesario.

Siguiendo con el ejemplo, dos individuos de la población inicial, quedaŕıan aśı:

Cromosoma1 =
[
−0,98 0,97 −0,37 0,11 −3,9 4,7 0,9 0,66

]
Cromosoma2 =

[
−0,42 0,83 −0,19 0,03 −6,6 −5,7 0,4 0,1

]
5.4.3. Selección por ruleta:

Consiste en asignarle a cada individuo un porcentaje de selección dependiendo de
su fitness, tiendo que para mejor fitness mayor será el porcentaje de selección y para
menor fitness menor porcentaje de selección. organizando estos porcentajes en un arreglo,
acumulando los porcentajes posición por posición, en donde la posición final el porcentaje
debe ser 100 %, para que cuando la ruleta se ejecute (número random) recorrer el arreglo
y encontrar el individuo seleccionado.

Ruleta =
[
0,01 0,03 0,19 0,26 0,30 .... 0,94 1

]
La posición de cada valor, representa a un individuo de la población, por lo tanto en

donde caiga la ruleta, será el individuo seleccionado.
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5.4.4. Reproducción Directa:

consiste en darle un 50 % de probabilidad de intercambiar de gen al momento de la
reproducción.

La reproducción de los cromosomas anteriores seŕıan:

Cromosoma1 =
[

-0.98 0.97 -0.37 0.11 -3.9 4.7 0.9 0.66
]

Cromosoma2 =
[

-0.42 0.83 -0.19 0.03 -6.6 -5.7 0.4 0.1
]

Hijo1 =
[

-0.98 0.83 -0.37 0.11 -6.6 4.7 0.9 0.1
]

Hijo2 =
[

-0.42 0.97 -0.19 0.03 -3.9 -5.7 0.4 0.66
]

5.4.5. Mutación Gaussiana:

Consiste en sumar un número que corresponde a un número aleatorio de una distribu-
ción normal con media en cero y desviación estandar 1.

Las probabilidades de mutación usadas en el proyecto son 8 % y 20 %, utilizando valores
altos de mutación para tener una variablidad alta.

Hijo2 =
[

-0.42 0.97 -0.19 0.03 -3.9 -5.7 0.4 0.66
]

Hijo2 =
[

-0.42 0.56 -0.19 0.03 -3.9 -5.7 0.4 1.25
]

5.4.6. Reemplazo:

El reemplazo se realiza conservando un porcentaje de la población con mejor fitness, el
procentaje de la población que es reemplazada se puede determinar al inicio de la ejecución.

Ejemplo:

Para un población de 50 si se coloca un reemplazo de 88 %, la población reemplazada
será 44 individuos.

para una población de 50 si se coloca un reemplazo de 50 % la población reemplazada
será 25 individuos.

Para un población de 100 si se coloca un reemplazo de 94 %, la población reemplazada
será 94 individuos.

para una población de 100 si se coloca un reemplazo de 50 % la población reempla-
zada será 50 individuos.
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5.4.7. Función de evaluación:

Para la evaluación del cromosoma se va a utilizar el error cuadrático medio (ECM),
donde un ECM alto significa que el cromosoma está dando respuestas muy alejadas a las
esperadas y a menor ECM significa que el cromosoma está dando respuestas más certeras.
La evaluación del cromosoma consiste en generar el fenotipo del cromosoma y éste cargarlo
en la red neuronal, para que todos los datos del dataset sean evaluados y generar el error
cuadrático medio.

ECM =
1

n

n∑
i=1

(Ŷi − Yi)2 (9)

5.4.8. Función de Aptitud o Fitness:

La función de aptitud debe ser una función que caracteriza a un cromosoma, entre
mejor puntución mejor será el cromosoma y a menor puntuación peor será el cromosoma,
lo contrario del ECM; por lo tanto la función de aptitud será:

Aptitud =
1

ECM
(10)

5.4.9. Escalado:

Con intención de aumentar la variabilidad, y no guardar los mismos individuos gene-
ración tras generación. se considera implementar un escalado a todo el cromosoma a los
individuos que no son reemplazados, para que en la próxima generación tengan un valor
diferente pero no muy lejano.
Por ejemplo: si se usa un escalado del 1.1 tendŕıamos.

Cromosoma1 =
[
−0,98 0,97 −0,37 0,11 −3,9 4,7 0,9 0,66

]
Después del escalado:

Cromosoma1 =
[
−1,078 1,067 −0,407 0,121 −4,29 5,17 0,99 0,726

]
Si se usa un escalado de 1, quiere decir que se deja igual generación tras generación.

5.4.10. Diagrama de flujo

El Diagrama de flujo del algoritmo seŕıa el siguiente:
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Figura 10: Diagrama de flujo del algoritmo.

5.4.11. Complejidad Algoritmos Genéticos.

Complejidad Temporal: La complejidad temporal de los algoritmos genéticos, de-
pende principalmente de dos variables:

P = Población.

G = Tamaño del cromosoma.

T = cantidad de patrones de entrenamiento.

Como se puede ver en el diagrama de flujo del algoritmo genético, éste consiste en una
serie de pasos y cada uno se le encontrará la complejidad temporal.

Evaluar la población consiste en recorrer cada individuo de la población y a éste
probarlo con cada uno de los patrones de entrenamiento utilizando la función de
predicción de la red neuronal. teniendo aśı O(PTNM).

La Selección de la población a reproducir, consiste realizar una ruleta y seleccionar
la mitad de la población, lo cual tiene una complejidad de O(P ).

El cruce de los individuos consiste en generar nuevos individuos, lo cual implica
recorrer cada cromosoma de toda la población y generar nuevos, dejando una com-
plejidad temporal de O(PG).
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El reemplazo de los individuos en la población consiste en cambiar algunos indi-
viduos, que en el peor caso seŕıa reemplazarlos todos, por lo tanto la complejidad
temporal será O(P ).

A partir de estos pasos secuenciales se tiene que:

= O(PTNM) +O(P ) +O(PG) +O(P )

= O(PTNM + P + PG+ P )

= O(PTNM + 2P + PG)

= O(PTNM)

Igualmente que en el entrenamiento de backpropagation, en algoritmos genéticos se
usa el “punto de aburrimiento”, lo cual implica la ejecución del algoritmo hasta que éste
punto se cumpla, dejando una complejidad final aśı: I = Punto de aburrimiento / cantidad
de iteraciones.

O(IPTNM) (11)

Complejidad Espacial: La complejidad espacial del algoritmo consiste el almacenar
los individuos de toda la población, y cada individuos está construido por su cromosoma,
por lo tanto se tendŕıa que:

O(PG)

Sabiendo que el tamaño de la población (G) es igual a MN +M + 2 por la ecuación 8, se
concluye que.

O(P (MN +M + 2))

O(PMN)

5.5. SVM

La Técnica de computación, Máquina de soporte vectorial(SVM), es una técnica encar-
gada de encontrar hiperplanos que separen los datos y aśı categorizarlos. Para lograr ésto,
SVM utiliza lo que se llama vectores de soporte, los cuales se encargan de darle posición
al hiperplano. Como se aprecia en la imagen 3, pueden haber muchos hiperplanos que
den solución al problema, pero los vectores de soporte son los encargados de encontrar el
hiperplanlo óptimo, el cual esté a una distancia equidistante de las dos categorias.

En el ejemplo se está usando solo dos dimensiones, pero para el proyecto actual se ne-
cesita un total de 19 dimensiones, ya que es la cantidad de caracteŕısticas de la base de
datos. Y SVM Funciona también para varias dimensiones, encontrando más cantidad de
vectores de soporte para adaptarse al número de dimensiones necesarias.

En algunos problemas de categorización los datos no se comportan de forma lineal por
lo que toca usar funciones no lineales para lo que SVM puede modificar el kernel para

37



encontrar hiperplanos que no lineales y poder clasificar mejor los datos. Para esto SVM
utiliza principalmente 4 kernels diferentes:

Lineal : 〈x, x′〉

Polinomial : (γ 〈x, x′〉+ r)d

Exponencial : (−γ |x− x′|2)

Sigmoide : tanh(〈x, x′〉+ r)

Para decidir qué kernel que se debe usar en la implementación de SVM, se va a analizar
el comportamiento de los datos a partir de una matriz de correlación 11 y visualizar el
diagrama de dispersión de algunas variables que pueden ser relevantes.

Figura 11: Matriz de correlación

En la matriz de correlación los colores rojos muestras una correlación positiva y los
colores azules correlación negativa. Donde se puede evidenciar que los datos de X2 a X7
que corresponden a los microaneurismas están muy relacionados entre ellos, como también
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los datos de X8 a X16 que corresponde a los exudados están muy relacionados entre ellos.
Se harán tres comparaciones de datos, una con alta correlación positiva, una con corre-
lación nula y por último una correlación negativa. En las imágenes de comparación de
datos se podrá encontrar dos tipos de gráficas, en la diagonal principal un diagrama de
distribución de los datos, y en las otras un diagrama de dispersión la cual permite ver la
correlación entre ellos.

Figura 12: Diagrama de comparación de los datos X7 y X16, Correlación Nula

En la gráfica 12, se puede ver que los datos no tiene algún comportamiento en concreto,
por esto la matriz de correlación muestra que es nula, además en la diagonal principal
muestra que X7 se distribuye de forma lineal y X16 de formal normal. Lo cual no deja
indicios de qué función de kernel se puede usar para la clasificación.
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Figura 13: Diagrama de comparación de los datos X7 y X8, Correlación Negativa

Continuando con el análisis de la comparación, en la gráfica 13 se puede ver que las dos
variables tiene un comportamiento exponencial descendiente. por lo que deja un indicio
de que un kernel exponencial puede servir para la clasificación.

Figura 14: Diagrama de comparación de los datos X6 y X7, Correlación Positiva
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Terminando con las imágenes de comparación, se tiene la gráfica 13, la cual muestra
evidentemente un alto comportamiento lineal entre las dos variables, validando que la
correlación entre estas dos variables sea positivo, y dejando un indicio de que un kernel
lineal puede ser la solución al problema de qué kernel usar.

Al haber terminado este análisis, se concluye un kernel Lineal y un Kernel Exponen-
cial tienen el potencial de ser buenos clasificadores para el problema actual.

Por otra parte, los datos de entrenamiento en este algoritmo, se pueden usar sin nece-
sidad de utilizar otro procesamiento más a como se tienen las caracteŕısticas en la base de
datos original, por lo que se utilizarán 19 caracteŕısticas a diferencias del caso de las redes
neuronales el cual usa 55, los cuales son obtenidos después del procesamiento especial para
éstas. Aunque perfectamente SVM se puede usar con las 55 caracteŕısticas la decisión de
usar solo las 19, se toma ya que beneficia la complejidad del algoritmos y el tiempo de
entrenamiento para las pruebas será más corto.

Ya habiendo definido el kernel y con los datos de entrenamiento y pruebas listos, se
procede a la implementación de SVM, para esto se usó una libreŕıa de apoyo llamada
scikit-learn7, la cual permite entre muchas cosas, entrenar y generar modelos de SVM con
diferentes kernels. El uso de ésta se debe a que tiene una implementación muy limpia y
óptima del algoritmo, además permite una amplia gama de configuraciones al momento
del entrenamiento para tener un buen entendimiento del problema y el funcionamiento del
algoritmo.

5.5.1. Complejidad SVM

Complejidad Temporal: La complejidad temporal del algoritmo puede variar un
poco, dependiendo del kernel que se esté usando. Para entender la complejidad primero se
debe definir dos variables:

C = cantidad de Caracteŕısticas de la Base de Datos.

T = cantidad de patrones de entrenamiento.

La complejidad temporal dependiendo del kernel puede variar entre O(T 2) y O(T 3).
Por otra parte la complejidad temporal del entrenamiento es: O(N).
Para terminar, ya que por cada caracteŕıstica se debe recorrer los patrones de entrena-

miento se debe multiplicar las complejidades parciales y dejando el peor caso, se obtiene
la siguiente complejidad:

O(T 3N). (12)

7Se puede encontrar en el siguiente link: http://scikit-learn.org
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6. Pruebas:

Al ejecutar las pruebas, los modelos y sus caracteŕısticas son guardadas en archivos
de texto. todos estos archivos de las pruebas se pueden encontrar en el repositorio del
proyecto. URL: https://github.com/hector2603/trabajoDeGrado/.
Para estandarizar las pruebas, cada una fue corrida durante 5 horas en una máquina
virtual con la siguientes caracteŕısticas:

1 CPU, 2.5 GHz, Intel Xeon Family.

1 GB memory.

Sistema Operativo Linux Amazon

6.1. Backpropagation:

Para ejecutar las pruebas de backpropagation primero se debe determinar el número
de neuronas de la capa oculta, lo cual puede ser un trabajo de prueba y error. Para tener
un inicio o un rango más acotado de pruebas, primero se debe usar un número de neuro-
nas igual al número de datos de la base de datos, el cual seŕıa 19 neuronas. A partir de
este número se puede variar ±10 para obtener un rango de [9, 29], dejando aśı 20 posibles
soluciones, que a su vez este conjunto de pruebas se ejecutará 3 veces, dejando en total 60
entrenamientos de prueba a realizar para obtener su precisión y poder decidir cuál es el
número de neuronas indicado.

En todas las Pruebas de backpropagation se usó el 80 % de los datos para el entrena-
miento y el 20 % de los datos para las pruebas de precisión.

A partir de la tabla 6 se puede evidenciar que todas las precisiones superan el 70 %, y
la mayor precisión se encontró con 19 neuronas en la capa oculta, a medida que se modi-
ficaba la cantidad de neuronas y se alejaba de 19 neuronas, la precisión fue disminuyendo
sustancialmente.

Para visualizar el comportamiento del error cuadrático medio (ECM), se van a usar
tres pruebas en concreto:

Prueba con Menor número de neuronas.

Prueba con Mayor número de neuronas.

Prueba con la mejor precisión.
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Neuronas Prueba 1 Prueba 2 Prueba 3 Promedio Precisión
9 79,2 % 72,3 % 80,2 % 77,23 %
10 76,37 % 69,20 % 82,96 % 76,18 %
11 79,99 % 72,18 % 86,59 % 79,59 %
12 82,71 % 72,13 % 87,05 % 80,63 %
13 84,42 % 73,98 % 85,31 % 81,24 %
14 83,23 % 78,18 % 85,03 % 82,15 %
15 84,57 % 77,06 % 85,22 % 82,29 %
16 85,17 % 76,62 % 83,71 % 81,83 %
17 82,58 % 73,13 % 80,90 % 78,87 %
18 84,32 % 78,25 % 84,31 % 82,30 %
19 82,18 % 83,98 % 91,6 % 85,92 %
20 75,28 % 72,37 % 79,21 % 75,62 %
21 74,32 % 75,90 % 79,46 % 76,56 %
22 72,46 % 71,93 % 75,56 % 73,32 %
23 73,67 % 73,40 % 73,25 % 73,44 %
24 70,44 % 70,50 % 73,05 % 71,33 %
25 74,16 % 67,15 % 69,81 % 70,37 %
26 73,62 % 70,52 % 66,79 % 70,31 %
27 69,65 % 75,78 % 68,31 % 71,24 %
28 71,74 % 79,64 % 70,64 % 74,01 %
29 72,58 % 77,22 % 67,73 % 72,51 %

Tabla 6: Precisión Pruebas Backpropagation

Figura 15: Comportamiento Backpropagation.
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A partir de la gráfica 15, se puede determinar cosas importantes. En el eje X de la
gráfica se cuentan las iteraciones del algoritmo backpropagation; y como se explicó en la
ecuación 7 el número de neuronas afecta la complejidad temporal del algoritmo y ésto
se puede evidenciar en que la prueba con 29 neuronas llego a una iteración más baja a
comparación de las otras dos. Por otra parte, la prueba con 9 neuronas llegó a la iteración
más alta, pero se puede ver que su error en gran parte de las iteraciones ya no teńıa una
mejora evidente, dejando aśı a la prueba con 19 neuronas en un punto intermedio de ite-
raciones, donde no se afecta demasiado la complejidad temporal, pero tampoco se queda
en iteraciones de ocio. Además al observar la convergencia del ECM en la prueba con 19
neuronas es mucho mejor que las otras dos, ya que obtiene valores muchos más bajos del
ECM.
Dado lo expuesto anteriormente se puede decir que la red neuronal artificial con 19 neu-
ronas en la capa oculta es la que obtuvo mejores resultados en las pruebas realizadas, y
ésta será la prueba que se usará para las comparaciones realizadas después.

6.2. Algoritmos Genéticos:

Para las pruebas de los algoritmos genéticos se deben tener en cuenta diferentes varia-
bles que pueden generar una cantidad muy grande de combinaciones, por lo tanto éstas se
deben limitar para generar un conjunto de combinaciones más discreto.

Variables Dato 1 Dato 2
Población 50 100

Reemplazo Inserción Élite
Mutación 8 % 20 %
Escalado Śı No

Tabla 7: Variables del algoritmo genético

Reemplazo Élite: Corresponde en reemplazar un gran porcentaje de la población.
88 % en el caso de una población de 50 y 94 % en caso de una población de 100.

Reemplazo Inserción: Corresponde en reemplazar la mitad de la población, en cual-
quier caso del tamaño de la población, se reemplazará la mitad.

Dada estas 4 variables, daŕıan 16 combinaciones del algoritmo genético. que se repre-
sentan en la siguiente tabla 8.

Para comenzar el análisis de las pruebas se va ir acotando el grupo de pruebas, hasta
llegar a un grupo más pequeño sobre el cual se pueda sacar una conclusión del algoritmo.
Para tener un punto de comparación se va a usar la gráfica de comportamiento 16 que co-
rresponde a la prueba número 2 en tabla 8, ya que según la teoŕıa de algoritmos evolutivos
estos parámetros son los más estándar, además todas las pruebas se ejecutan 5 horas para
tener un tiempo estándar y se pueda hacer la comparación.
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Número de prueba Población Mutación Reemplazo Escalado
1 50 8 % Inserción Śı
2 50 8 % Inserción No

3 50 8 % Élite Śı

4 50 8 % Élite No
5 50 20 % Inserción Śı
6 50 20 % Inserción No

7 50 20 % Élite Śı

8 50 20 % Élite No
9 100 8 % Inserción Śı
10 100 8 % Inserción No

11 100 8 % Élite Śı

12 100 8 % Élite No
13 100 20 % Inserción Śı
14 100 20 % Inserción No

15 100 20 % Élite Śı

16 100 20 % Élite No

Tabla 8: Combinaciones de las pruebas de algoritmos evolutivos

Figura 16: Comportamiento algoritmo evolutivo, Prueba número 2.

Escalado: Para las pruebas se comenzó con un escalado de 1,1 y 0.9, lo que signi-
fica se está variando en un 10 % de su valor inicial, lo que haćıa que se obtuviera un
comportamiento de la convergencia de la siguiente forma.
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Figura 17: Comportamiento algoritmo evolutivo, con un escalado de 1,1.

En la gráfica 17, se puede ver el comportamiento del error a través de las generaciones,
la prueba corresponde a la número 1 en la tabla 8, con un escalado de 1,1. en la gráfica
se nota que el error aumenta y generaciones después se estanca, consiguiendo en toda la
ejecución 100 individuos mejores a comparación de la población inicial, en lo que se puede
decir que en promedio cada 60 generaciones encontró un individuo que mejora al anterior,
teniendo como resultado que este escalado no da una buena convergencia.

Figura 18: Comportamiento algoritmo evolutivo, con un escalado de 0,9.
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En la gráfica 18, se puede ver el comportamiento del error a través de las generaciones
de la prueba número 7 en la tabla 8, con un escalado de 0,9. a diferencia del escalado
1,1. está tiene una convergencia inicial muy rápida donde todav́ıa el umbral de mejora es
muy grande, pero después cae en una oscilación de la no sale, ya que el comportamiento
comienza a variar tanto, el número de individuos que mejoran al inicial, aumento a 250, lo
que puede decir que en promedio cada 30 generaciones encontró un individuo que mejora
al anterior.

Continuando con las pruebas del escalado y en busca de buenos resultados, se considera
disminuir considerablemente el valor de escalado, por cantidades de 1,0000001 y 0,999999.
significando que está cambiando un 0.0001 % con respecto a su valor inicial y obteniendo
los siguientes comportamientos:

Figura 19: Comportamiento algoritmo evolutivo, con un escalado de 1,0000001.

En la gráfica 19, se puede ver el comportamiento del error a través de las generaciones de
la prueba número 3 en la tabla 8, con un escalado de 1,0000001, ésta tiene una convergencia
sin picos y acercándose a una aśıntota; qué es un resultado esperado, y a comparación de
las gráficas 18 y 17, la precisión aumentó por lo que se puede decir que éste escalado
mejora el comportamiento a comparación de los otros dos.
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Figura 20: Comportamiento algoritmo evolutivo, con un escalado de 0,999999.

En la gráfica 20, se puede ver el comportamiento del error a través de las generaciones
de la prueba número 1 en la tabla 8, con un escalado de 0,999999 tiene una convergencia
esperada, ésta obtuvo la mejor precisión a comparación de las demás pruebas con escalado
y un resultado a destacar. la cantidad de individuos que mejoran al anterior es de 5500
y en la ejecución de la prueba se llegó a 5800 generaciones, por que en promedio hubo
un individuo por generación, lo que quiere decir que cada generación se fue mejorando el
resultad.

Para concluir, con el escalado de 0.999999 se puede decir qué llegó al resultado de
precisión en saltos más pequeños ya que se encontraron 5500 individuos, y aśı obtuvo un
resultado parecido al de gráfica de comparación 16 la cual tuvo solo 300 individuos. por lo
que se puede decir que un escalado de un porcentaje muy alto no es viable y un escalado
muy pequeño es bueno, pero se tiene el mismo resultado a como si no se tuviera, dejando
aśı el escalado por fuera del conjunto de prueba y acotando el conjunto a 8 pruebas.

Población: Continuando con el análisis de las pruebas, la población inicial es un
parámetros muy importante en los algoritmos genéticos, ya que una población muy baja
no permite que haya variabilidad ni competencia, y una población muy alta implica que el
tiempo de ejecución se crecerá, ya que la complejidad temporal depende de la población,
como se pudo evidenciar en la ecuación 11. En las pruebas se tiene que la población es de
50 y 100 individuos.
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Figura 21: Comportamiento algoritmo evolutivo, con una población de 100

En la gráfica de comportamiento 16 se está usando una población de 50 individuos,
ésta llega a la generación 7000 y alcanza un mı́nimo error de 94.5. Por otra parte tenemos
la gráfica de comportamiento 21 la cual está usando una población de 100 individuos y
ésta llega a la generación 2900, casi a la mitad de generaciones a comparación de la de
50 individuos; por otra parte los resultados de precisión son muy cercanos pero aún aśı
la prueba con 100 individuos le faltó más tiempo de convergencia para alcanzar el mismo
resultado de la prueba de 50 individuos.

Por lo tanto la población de 100 individuos se puede dejar fuera del conjunto de prue-
bas, ya que ésta aumenta la complejidad temporal del algoritmo, y demora un poco la
convergencia de la prueba, quedando aśı un conjunto de 4 pruebas, a comparación de las
16 iniciales.

Pruebas Finales: El conjunto de pruebas finales de los algoritmos genéticos es el
siguiente:

Número de prueba Población Mutación Reemplazo Escalado
2 50 8 % Inserción No

4 50 8 % Élite No
6 50 20 % Inserción No

8 50 20 % Élite No

Tabla 9: Pruebas Finales

El comportamiento de de estas 4 pruebas se puede ver en la siguiente gráfica:
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Figura 22: Comportamiento de las 4 Pruebas.

Al comparar el comportamiento del error cuadrático medio de estas 4 pruebas, se
puede evidencias que el más bajo se encuentra en la Prueba 2, dejando esta combinación
de variables como las más óptimas en el problema concreto que se está trabajando en el
proyecto y ésta será la prueba usada para las comparaciones más adelante.

6.3. SVM

SVM a comparación de las técnicas anteriores, no necesita muchos entrenamientos para
generar una solución, ya que es determinista y todas las veces que se ejecute la prueba se
va a obtener el mismo resultado, siempre y cuando se esté usando el mismo conjunto de
datos de entrenamiento.
Por lo tanto, las pruebas de SVM serán 2, una por cada kernel que se implementó y al
ejecutarse se obtuvo los siguientes resultados.

Kernel Precisión Sensibilidad Especificidad
Lineal 72.7 % 61.5 % 87.7 %

Exponencial 53.3 % 51.6 % 20.9 %

Tabla 10: Resultados Pruebas SVM

Al ver los resultados obtenidos, el kernel lineal tuvo mejores resultados comparados
con el kernel exponencial. además esto verifica que muchas de las caracteŕısticas en la base
de datos se comportan de forma lineal y no de forma exponencial.
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7. Prototipo

La Implementación de los algoritmos, como la implementación del prototipo se hizo
bajo la metodoloǵıa TDD, esta consiste en generar las pruebas antes de comenzar la
codificación, lo cual ayuda a entender qué es lo que se va a implementar y cuál es el
resultado esperado, y si después de la implementación el resultado es satisfactorio, se
continúa con la siguiente prueba y comenzar el ciclo de nuevo.

La implementación del proyecto actual se dividió principalmente en 4 partes:

1. Backpropagation

2. Algoritmos Genéticos

3. SVM

4. Interfaz Gráfica

Los tres primeros pasos al ser los algoritmos de decisión, se puede dividir en un mismo
conjunto de pruebas, sabiendo que para cada algoritmo se espera resultados y especifica-
ciones diferentes.

Entrenamiento.

Pruebas.

Guardar Modelo.

Generar Gráficas.

El último paso que corresponde a la interfaz gráfica, se dividió en pruebas más pe-
queñas, las cuales correspond́ıan a funcionalidades de la interfaz gráfica y que hasta no
terminarla, no se continuaba con la otra, permitiendo al final tener certeza de que todo lo
que se implementó funciona.

En la gráfica 23, se muestra la ventana principal de la interfaz, aqúı se puede encon-
trar diferentes funciones, probar cada uno de los modelos que obtuvieron el resultados en
las pruebas, además comprobar los resultados de cada uno en la matriz de confusión y al
final hacer una categorización concreta que se quiera.
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Figura 23: Captura de la pantalla Principal de la interfaz

Para concluir se puede decir que TDD permitió un buen desarrollo del proyecto, al-
canzando los objetivos en el tiempo esperado y con pocos imprevisto sobre la marcha, ya
que al tener las pruebas claras desde un inicio; ayudó a entender el problema y lo que se
deb́ıa hacer.

8. Comparación:

En el caṕıtulo anterior se dejó 3 modelos diferentes, que deben ser comparados para
poder llegar a una conclusión de cuál de los 3 es la mejor solución obtenida en el proyecto
actual. La comparación se hará a partir de la curva ROC, esta gráfica nos permite ver el
ratio de verdaderos positivos contra el ratio de falsos positivos.

En la descripción del problema se planteó que una buena precisión en el diagnóstico de los
médicos es indispensable, dicho de otra forma es que el ratio de verdaderos positivos debe
ser alto, lo que significa que el médico está diagnosticando con total precisión los casos
positivos cuando la enfermedad śı se encuentra, siendo éstos los casos que son importantes
y delicados para el paciente.

Por lo que la curva ROC permite ver de manera más clara, cuál de los tres modelos
responde mejor a aumentar el ratio de verdaderos positivos y a su vez disminuye el ratio

52



de falsos positivos, el cual corresponde a las malas predicciones. A partir de los verdaderos
positivos y los falsos positivos se tiene una forma diferente de calcular la precisión del
modelo, la cual corresponde al área bajo la curva.

En la gráfica 24, se puede encontrar las curvas que corresponden a cada uno de los 3
modelos, además se indica el área bajo la curva de cada una y deja al modelo de backpro-
pagation como la mejor respecto a las otras dos con una precisión del 94 %.

Figura 24: Curva ROC Comparando las diferentes técnicas
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Caracteŕıstica Backpropagation Algoritmos genéticos SVM
Dependencia Backpropagation

depende mucho
del primer modelo
generado aleato-
riamente, ya que
utiliza derivadas
para ir llegando a
óptimos, por lo que
si el primer modelo
está ubicado cerca
de un óptimo local,
puede llegar a
quedar en éste y no
salir.

Los modelos encon-
trados con algoritmos
genéticos dependen
parcialmente de las
primeras generaciones,
ya que por medio de la
mutación y reproduc-
ción la variabilidad va
aumentando, dándole
la facilidad de que si
se está en un óptimo
local, se pueda salir y
seguir buscando en el
dominio de las posibles
soluciones.

SVM a diferencia
de las otras dos
técnicas no depen-
den de un estado
inicial de ejecución,
sino que depende de
los datos de entre-
namiento, ya que a
partir de estos es
que se encuentran
los vectores de so-
porte. Entonces, co-
mo en todas las eje-
cuciones del progra-
ma, lo datos de en-
trenamiento siem-
pre serán los mis-
mos, se espera que
la precisión del al-
goritmos sea el mis-
mo.

Tiempo Backpropagation
puede tener una
convergencia más
rápida a com-
paración de los
algoritmos genéti-
cos, el problema
es que si en algún
momento cae en un
óptimo local, por
más tiempo que
dure la ejecución
nunca llegará a una
solución.

Los algoritmos genéticos
tienen una convergencia
muy lenta y como se
puede ver en la ecua-
ción 11, que correspon-
de a la complejidad tem-
poral, ésta depende de
diferentes variables que
pueden aumentar am-
pliamente la compleji-
dad, además como en al-
gunos casos el punto fi-
nal o punto de aburri-
miento no se tiene cla-
ro quiere decir que el
algoritmos se puede de-
jar ejecutando por mu-
cho tiempo y puede que
no encuentre alguna so-
lución aceptable

SVM a compara-
ción de los otros
dos algoritmos tie-
ne un tiempo de eje-
cución más bajo, ya
que éste depende de
menos variables pa-
ra el entrenamiento,
como se puede ver
en la ecuación 12 de
complejidad tempo-
ral .
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Caracteŕıstica Backpropagation Algoritmos genéticos SVM
Resultados En la diferentes

pruebas de back-
propagation, el
primer modelo se
generó con números
aleatorios de 0 a
1 y en todos los
modelos obtenidos
al final se pudo
caracterizar que los
pesos de la primer
capa vaŕıan entre
[-1,1] y los de la
capa de salida entre
[-7,7].

Como ya se explicó en la
implementación del al-
goritmo genético, la pri-
mer generación cumple
una regla para generar-
la, que se determinó a
partir de backpropaga-
tion, pero en los resul-
tados obtenidos en to-
das las pruebas se pu-
do ver que los modelos
ya no cumpĺıan esta re-
gla, lo cual verifica que
los algoritmos genéticos
tienen una gran variabi-
lidad.

Dado a qué SVM
es determinista,
las pruebas en esta
técnica son más li-
mitadas, y por más
que se ejecute el al-
goritmos diferentes
veces con el mismo
conjunto de datos
de entrenamiento,
siempre se va a
obtener el mismo
resultado.

Precisión Backpropagation
alcanzó la mejor
precisión con un
94 %.

La mejor precisión al-
canzada en el entrena-
miento por algoritmos
genéticos fue de 86 %.

SVM con un kernel
lineal, alcanzó una
precisión del 80 %

Tabla 11: Comparación.

9. Conclusiones:

1. El conocimiento adquirido sobre retinopat́ıa diabética, advierte la importancia que
se debe tener sobre ella, ya que un caso de descuido o un mal cuidado, puede generar
grandes problemas en la persona y en algunos casos ser irreversible como lo puede
ser la perdida total o parcial de la visión.

2. El diseño y la implementación de los algoritmos, corresponde a una serie de pasos que
comienzan por entender el problema de la clasificación de la retinopat́ıa diabética,
después generar posibles soluciones a partir de los estudios realizados y por último
llevarlas a una implementación de software; toda esta serie de pasos además de
responder a un objetivo del actual proyecto, también da respuesta a un objetivo
importante de la ingenieŕıa de sistemas, el cual consiste en darle respuesta a un
problema de la vida real con software y que en próximos proyectos el conocimiento
adquirido pueda ser extrapolado y adaptado para poder conseguir iguales o mejores
resultados que los actuales.

3. La implementación de los algoritmos se realizó en el lenguaje de programación Pyt-
hon 3.7, y se complementó con el uso de diferentes libreŕıas las cuales vienen optimi-
zadas para el lenguaje de programación y cuentan con una amplia documentación, lo
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cual favorece a ahorrar tiempo en implementaciones y entendimiento de las funciones
usadas. A partir de lo anterior se puede decir que se obtuvo buenos resultados en el
ámbito de la codificación y concluir que Python es un buen lenguaje de programación
para el tipo de problemas como el del proyecto actual.

4. El entrenamiento de SVM es 60 veces más rápido que el entrenamiento de redes
neuronales utilizando BackPropagation y Algoritmos Evolutivos, ya que mientras
uno demora 5 minutos el otro demora 5 horas. Esto se evidenció durante las pruebas
realizadas, y se debe a que la estrategia BackPropagation requiere una gran cantidad
de cálculos, mientras que la estrategia evolutiva tiene una velocidad de convergencia
lenta.

5. Al realizar las pruebas, se observaron algunos patrones importantes; los modelos
resultantes de BackPropagation siempre convergen a que los pesos de la capa oculta
están en un rango de números de [-1,1] y los pesos de la capa de salida están entre [-
7,7], que comparados con los modelos resultantes de algoritmos evolutivos, en estos se
pueden encontrar pesos muy diferentes, desde muy pequeños a muy grandes, dándole
aśı una habilidad de no quedar atascado en óptimos locales y no siempre converger
a un mismo conjunto de soluciones.

6. BackPropagation alcanzó la mejor precisión con un 94 %, no obstante, esta técnica
depende mucho del modelo inicial, lo que implica una posible desventaja, ya que al
estar ligado al modelo inicial no explora sobre todo el dominio de solución y termi-
na quedando generalmente sobre óptimos locales, pero aún aśı se puede decir que
BackPropagation da respuestas con buena precisión y modelos útiles para sistemas
de recomendación.

7. Los algoritmos genéticos obtuvieron una menor precisión con un 86 %, pero dada
la cualidad de tener una gran variabilidad se puede explorar más los espacios de
búsqueda y no caer en óptimos locales, además al tener un alto componente es-
tocástico se puede decir que los algoritmos genéticos están más cerca de llegar a una
precisión del 100 %, ya que no se puede determinar que se va a encontrar a través
de las generaciones.

8. SVM obtuvo la precisión más baja con un 80 %, pero éste tiene un gran ventaja a
comparación de las otras dos, la cual es que SVM es determinista, lo que implica que
no se necesita de muchas pruebas para generar un modelo y éste poder ser usado en
sistemas de recomendación.

9. Al momento de decidir qué técnica usar en un sistema de recomendación, se pueden
generar 3 ambientes: El primero seŕıa en el que se necesita la mejor precisión en
un tiempo moderado, aqúı la decisión seŕıa implementar Backpropagation ya que
corresponde a la mejor precisión. En segundo lugar se encuentra un ambiente donde
se necesita una implementación rápida, ya que no se tiene tiempo para muchas
pruebas y se puede sacrificar un poco la precisión del sistema, aqúı la decisión seŕıa
SVM. en último lugar seŕıa un ambiente de investigación el cual cuente con mucho
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tiempo para pruebas, aqúı la decisión podŕıa ser Algoritmos genéticos, sobre el cual
se puede generar gran cantidad de pruebas, con diferentes opciones de configuración
del modelo.

10. Como dice el art́ıculo [7], los diagnósticos médicos se pueden ver afectados por va-
riables como el exceso de confianza, presentando que la precisión de diagnóstico es
del 55.3 %, que comparada con la precisión obtenida en el actual proyecto es me-
nor; además como dice el art́ıculo [15], la precisión de los profesionales puede verse
mejorada al utilizar un sistema de recomendación. A partir de lo expuesto se puede
concluir que la dada precisión obtenida en el actual proyecto, el algoritmo de redes
neuronales entrenadas por backpropagation puede ser usado por sistemas de reco-
mendación, para que éste sirva de ayuda al profesional a mejorar su precisión o a
comparar su propio dictamen con el del sistema y tener otro punto de vista.

9.1. Trabajos Futuros:

1. El proyecto actual trabaja sobre una base de datos obtenida del procesamiento de
imágenes a partir de diferentes proyectos de apoyo, por lo que un trabajo futuro será
implementar un procesamiento de imágenes propio, lo cual servirá para generar más
datos de entrenamiento y posteriormente automatizar más el proceso del médico ya
que la entrada del sistema será directamente las imágenes.

2. Como se especificó en el alcance, en el proyecto actual solo es un prototipo de sistema
que recibe los valores de las caracteŕısticas para generar una categorización positiva
o negativa, por lo que un trabajo futuro será generar un sistema completo para el
uso de un usuario final.

3. Por la parte de la investigación, un trabajo futuro será implementar diferentes al-
goritmos de decisión que sean probados bajo unas condiciones parecidas a las del
proyecto actual y aśı continuar comparando los algoritmos y determinar cuál es el
mejor de todos, en el caso concreto de la retinopat́ıa diabética.
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A. Cuenca-Guerrero, and M. Abarca-Costalago, “Precisión del diagnóstico en me-
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