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RESUMEN:  

Localizar manualmente los puntos de referencia craneométricos es un proceso 

lento, que requiere mucho tiempo y es propenso a errores. Usando la inteligencia 

artificial (IA), el aprendizaje automático, y la técnica de registro de imágenes es 

posible obtener la automatización de puntos de referencia en la volumetría 3D. 

Objetivo: Desarrollar una herramienta para la automatización de puntos 

craneométricos a partir del registro de imágenes proporcionadas por la tomografía 

computarizada cone beam.  

Método del estudio: Estudio piloto que parte del registro de imágenes DICOM de 

un conjunto de tomografías  computarizadas cone beam (CBCT) llevadas a un 

proceso de transformación para la creación de un template y posterior identificación 

y ubicación automática de puntos craneométricos.  

Resultados: Para evaluar la concordancia entre el método manual  y el 

automatizado, se utilizó el coeficiente de correlación intraclase (CCI). El CCI para la 

coordenada X fue alto, mostrando una excelente concordancia en la mayoría de los 

puntos. El CCI para la coordenada Y fue muy similar a la coordenada X, con valores 

de CCI altos. La coordenada Z muestra valores altos de concordancia, aunque 

algunos puntos presentaron valores de CCI muy bajos como fosa izquierda, canino 

superior izquierdo, infraorbitario izquierdo, condilium derecho e izquierdo, y base 

mandibular derecha e izquierda, lo que sugiere alta variabilidad en la automatización 

para esta cordenada. 

Conclusiones: En este estudio piloto, se logro desarrollar el modelo inicial para la 

automatización de puntos craneométricos en volumetria 3D. La mayoría de puntos 

craneométricos mostraron una excelente concordancia entre las coordenadas X y 

Y registradas de forma manual y automatizada en el modelo. Respecto a la 

coordenada Z, aunque mostró alta concordancia en varios puntos, algunos de ellos 

mostraron valores muy bajos de concordancia. Lo que sugiere la necesidad de 
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aplicar un ajuste o refinamiento al modelo, optimizando la alineación y 

correspondencia para mejorar la concordancia de esos puntos en la coordenada Z. 

Palabras clave: Tomografía computarizada cone beam, puntos craneométricos, 

registro de imágenes, transformación lineal, transformación no lineal, algoritmo, 

aprendizaje automático. 

 

1. INTRODUCCION  

La localización manual de puntos de referencia cefalométricos es un enfoque que 

requiere mucho tiempo, trabajo, y experiencia del clínico; esto puede dar lugar a 

errores en el momento del diagnóstico(1). Estudios recientes demuestran logros 

destacados en la detección de puntos de referencia mediante métodos de 

Inteligencia Artificial (IA), especialmente utilizando el aprendizaje automático, 

siendo un campo de la IA que se centra en el desarrollo de técnicas que permiten a 

las computadoras aprender a partir de datos, sin ser explícitamente programadas 

para cada tarea especifica (2). En lugar de seguir instrucciones específicas, los 

algoritmos de aprendizaje automático utilizan modelos matemáticos para aprender 

patrones y realizar predicciones basadas en esos patrones. Además, tiene la 

capacidad de entrenar un modelo para hacer predicciones precisas sobre datos 

nuevos o no vistos.  Los nuevos algoritmos que evolucionan rápidamente han 

permitido mayor precisión, confiabilidad y eficiencia en una amplia gama de 

aplicaciones como reconocimiento de objetos, detecciones de imágenes, detección 

de puntos de referencia que han permitido su uso en la práctica clínica (3). En un 

ámbito en constante evolución de la visión por computadora, las imágenes médicas 

abren un mundo de posibilidades, ya que permiten el análisis de la correspondencia 

entre ellas, brindando la capacidad de transferir información. Por lo tanto, en el 

campo de las imágenes médicas y la visión por computadora, la tarea de calcular y 

alinear correspondencias entre diferentes imágenes se denomina registro de 

imágenes. El registro de imágenes es una técnica muy conocida en 

el procesamiento de imágenes digitales que busca la transformación 

geométrica que, aplicada a una imagen en movimiento, obtiene un mapa uno a uno 

https://en.m.wikipedia.org/wiki/Digital_image_processing
https://en.m.wikipedia.org/wiki/Geometric_transformation
https://en.m.wikipedia.org/wiki/Geometric_transformation
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con una imagen objetivo. Dadas dos o más imágenes, los algoritmos de registro de 

imágenes utilizan características de la imagen, como intensidades o estructuras de 

la imagen, para encontrar una transformación que alinee mejor las 

correspondencias entre ellas. Para determinar los parámetros de transformación, se 

utiliza una función objetivo o métrica de similitud para cuantificar qué tan bien se 

alinea la imagen de origen con la imagen de destino después de aplicar la 

transformación. El algoritmo generalmente se define por dos partes: el tipo de 

transformación que se permite realizar en la imagen en movimiento (el modelo de 

transformación ) y una definición de buena alineación (la función de costo de 

similitud ) entre las imágenes. El algoritmo suele ser iterativo, donde en el contexto 

del registro de imágenes médicas es un método que ajusta repetidamente una serie 

de parámetros para alinear dos o más imágenes de forma óptima, estos algoritmos 

son fundamentales en el registro de imágenes médicas debido a la complejidad y 

variabilidad de los datos médicos, permitiendo una alineación precisa y robusta que 

es crítica para diagnósticos y tratamientos precisos (4). Teniendo en cuenta que 

estos algoritmos requieren menos tiempo para detectar objetos y mayor eficiencia 

computacional son de interés para ser utilizados en la automatización de puntos 

craneométricos y proporcionar un conjunto de datos para entrenarse a partir de 

imágenes dicom del CBCT que permitan lograr construir una data lo suficientemente 

robusta que permita lograr un modelo entrenado para hacer predicciones precisas 

sobre datos nuevos  o no vistos, que permita ser llevado de forma efectiva para un 

análisis cefalométrico en volumetría 3D y así poder reducir el tiempo que implica 

este análisis y llegar a un diagnóstico del paciente de forma adecuada y más 

efectiva.  

2. DESCRIPCIÓN DEL PROYECTO 

 PLANTEAMIENTO DEL PROBLEMA Y JUSTIFICACIÓN: 

Desde la introducción de la cefalometría por Broadbent en 1931,  esta técnica ha 

sido fundamental para el diagnostico de maloclusiones, el estudio del crecimiento 

craneofacial y la evaluación de los tratamientos. El cefalograma lateral se ha 

utilizado para medir estructuras anatómicas craneofaciales  localizando diferentes 
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puntos de referencia, obteniendo medias lineales  y angulares, para llegar a un 

diagnóstico en cada paciente. (3) Sin embargo, la identificación y localización 

manual de los puntos de referencia cefalométricos es un proceso que demanda 

considerable experiencia y tiempo, además de estar sujeto a variaciones entre 

operadores,  lo que pueden derivar en diagnósticos tardíos. Por lo tanto, la detección 

automática de puntos  asistida por computador, se ha convertido en una necesidad 

imperiosa en ortodoncia.(5)  

A mediados de la década de 1980 se introdujeron los primeros métodos 

automatizados para la identificación de puntos de referencia, y desde entonces se 

han propuesto numerosos enfoques basados en inteligencia artificial (IA). No 

obstante, muchos de estos enfoques iniciales no alcanzaron la precisión necesaria 

para su aplicación clínica. (4).  Leonardi et al, postulan que la detección 

automatizada de puntos de referencia para el análisis cefalométrico ha sido un 

enfoque central para superar los desafíos asociados con la ubicación y precisión de 

estos. La aplicación de la IA y sus subcampos como el aprendizaje automático, han 

demostrado ser una herramienta extraordinariamente útil para apoyar estos 

desafíos, sino también en el diagnóstico, planificación y seguimiento de los 

tratamientos de ortodoncia.  

 Los enfoques para la identificación de puntos de referencia automatizados han 

mostrado una mejora significativa y se ha prestado atención al subcampo de la IA 

como es el aprendizaje automático. El aprendizaje automático aplicado al registro 

de imágenes propone algoritmos matemáticos, permitiendo obtener un modelo lo 

suficientemente entrenado con grandes conjuntos de datos para aprender  

transformaciones necesarias. Este enfoque es deseable en el análisis cefalométrico 

porque permite obtener un modelo robusto para la detección automática de puntos 

de referencia, mejorando su la ubicación y precisión (6).  

El registro de imágenes, es una técnica que alinea espacial o temporalmente 

diferentes imágenes, utiliza transformaciones geométricas para encontrar 

correspondencia entre ellas ; este proceso implica la identificación de características 

comunes entre dos o más imágenes y la aplicación de transformaciones 
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matemáticas para alinearlas de la mejor manera posible. La correspondencia entre 

características importantes o anatomía análoga en imágenes médicas es esencial 

para el análisis de enfermedades y el diagnostico. Conocer las correspondencias 

entre ubicaciones espaciales permite realizar comparaciones entre estructuras 

anatómicas específicas en las imágenes; esas correspondencias entre ellas 

también brindan la capacidad de transferir información. Este proceso utiliza 

algoritmos que emplean características como intensidades y estructuras para 

encontrar una transformación matemática que asigne puntos en una imagen de 

origen a sus correspondientes en una imagen de destino. El objetivo principal de 

estos algoritmos es transformar una imagen en movimiento para alinearla espacial 

o temporalmente con una imagen fija. Generalmente, estos algoritmos son iterativos 

y cuentan con un optimizador que ajusta la transformación para minimizar el costo 

de similitud, cuantificando así qué tan bien se alinean las imágenes transformadas. 

Esta iteración permite al algoritmo estimar transformaciones cada vez más precisas 

en cada ciclo. 

El registro de imágenes utiliza grandes conjuntos de datos de imágenes fijas y 

móviles con sus transformaciones correspondientes. Estos datos entrenan un 

modelo para aprender parámetros de transformación basados en las características 

descubiertas durante el  entrenamiento. Este enfoque es ideal para desarrollar un 

algoritmo que permita obtener un modelo robusto logrando que la detección 

automática de puntos de referencia sea más  preciso en la volumetría 3D, deseable 

para el análisis cefalométrico y pueda ser aplicado en la práctica clínica ortodóncica, 

permitiendo optimizar el tiempo de entrega de un adecuado diagnostico a los 

pacientes. (3).  

2.1.1 Objetivo General: 

Desarrollar una herramienta para la automatización de puntos craneométricos a 

partir del registro de imágenes proporcionadas por las tomografía computarizada 

cone beam.  

 

2.1.2 Objetivo Específico:  
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Construir un modelo inicial a partir de un conjunto de imágenes de la CBCT para la 

ubicación automatizada de puntos craneométricos.  

 

3.  MARCO TEORICO Y ESTADO DEL ARTE 

La cefalometría es una herramienta diagnostica que ha sido ampliamente utilizada 

para el análisis del crecimiento craneofacial y sus variaciones a la norma. Fue 

implementada por Horfrath en Alemania y Broadbet en Estados Unidos, en el año 

de 1934, quienes reconocieron su valor clínico al poder analizar las estructuras 

craneofaciales. (7) El cefalograma lateral desde ese entonces se ha utilizado para 

trazar diferentes estructuras anatómicas y localizar puntos de referencia para 

obtener unas medidas y llegar a un diagnostico en cada paciente.(3) La 

identificación y ubicación de los puntos de referencia en el análisis cefalométrico es 

una tarea que requiere mucho tiempo, trabajo, y experticia, además las altas 

variaciones entre operadores en el trazado de puntos son problemas que pueden 

conducir a errores no solo en el diagnóstico si no en la planificación del tratamiento 

(5). Por lo tanto, el análisis y la interpretación óptima de los registros de ortodoncia 

es fundamental.  Es conveniente construir un marco confiable y reproducible que 

pueda ubicar puntos de referencia con precisión y poder realizar las mediciones 

requeridas dentro de un tiempo aceptable que permita al ortodoncista determinar un 

adecuado diagnóstico.(3) Un determinante importante para la calidad del 

diagnóstico ha sido la evolución de las imágenes diagnósticas en torno a la 

autoidentificación de puntos de referencia anatómicos utilizados en cefalográmas 

laterales 2D. (4) 

En los últimos 20 años estos cambios han permitido pasar de la valoración 

bidimensional de las estructuras de interés a la valoración tridimensional(3). Con la 

llegada de la Cone Bean Computed Tomography (CBCT), se ha intentado realizar 

el análisis cefalométrico en imágenes 3D, lo que genera altas expectativas para la 

ortodoncia y se ha encaminado en la adopción de la CBCT como la ayuda 

diagnostica de elección, ya que nos permite una visualización en los tres planos del 

espacio de estructuras tridimensionales y mejor definición de sus límites;   pero se 
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continua utilizando los puntos de referencia que fueron establecidos para una 

imagen radiológica bidimensional (2D).  

 

3.1 Cone Bean Computed Tomography (CBCT)  

La CBCT introducida en los años 90, para el registro de las estructuras dentales y 

craneofaciales, es una técnica innovadora para la digitalización de imágenes y 

reconstrucción volumétrica. (8) El volumen tridimensional de los datos es adquirido 

en el curso de un solo barrido del escáner, usando una simple y directa relación 

entre sensor 2D y fuente de radiación que rotan sincrónicamente alrededor de la 

cabeza del paciente. Dependiendo del tipo de escáner utilizado, la fuente de rayos 

X y el detector rotan entre 180 y 360 grados alrededor de la cabeza del paciente.  

El haz del rayo es de forma cónica y obtiene un volumen de datos cilíndrico o 

esférico, descrito como Field of View (FOV). Los tiempos de adquisición con CBCT 

varían entre 10 y 40 sc en función del tipo de escáner utilizado y de los parámetros 

de exposición seleccionados. Las imágenes 3D están constituidas por voxeles en 

lugar de pixeles que son los que determinan las imágenes digitales 2D. Los voxeles 

en la CBCT son isotrópicos (Iguales en longitud, altura y profundidad), lo que 

permite mediciones geométricamente precisas para los datos de CBCT en cualquier 

plano.  Las imágenes se pueden visualizar en los tres planos ortogonales: axial, 

sagital y coronal en una única pantalla, permitiendo al clínico una visión 

tridimensional real del área de interés. (8) La CBCT emite mayor radiación (87 a 206 

mSv) al compararla con la dosis emitida por una radiografía panorámica o lateral de 

cráneo. Pero al considerar que a un paciente al cual se le hace una evaluación 

integral, además de solicitarle una radiografía panorámica (14.2 – 24.3 mSv) y 

lateral de cráneo (10.4 mSv), se le puede adicionar un juego de radiografías 

periapicales (13-100 mSv), una radiografía de ATM y más; al final la suma de la 

radiación de todas las imágenes solicitadas, no va a valer el costo biológico por la 

calidad de información obtenida.(9) Considerando que la imagen tomográfica 

tridimensional ofrece mayor calidad de visualización de las estructuras dentales, 

esqueléticas y de tejidos blandos sería una ventaja trasladar el análisis 
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cefalométrico a la CBCT, y  lograr una adecuada automatización de los puntos de 

referencia cefalométricos a partir de imágenes de CBCT.(6) 

3.2 Aprendizaje automático y Registro de imágenes  

Desde la primera introducción de un método automatizado de identificación de 

puntos de referencia a mediados de la década de 1980, se han sugerido numerosos 

métodos de IA. Sin embargo, en el pasado, los diversos enfoques no parecían ser 

lo suficientemente precisos para su uso en la práctica clínica.(4)  Leonardi et al, 

postula que la detección automatizada de puntos de referencia para el análisis 

cefalométrico ha estado en el centro de atención para resolver estos desafíos y la 

aplicación de Inteligencia Artificial y sus subconjuntos son una herramienta 

extraordinaria destinada a apoyar el diagnostico, plan de tratamiento, pronostico y 

al seguimiento de los avances de los tratamientos en ortodoncia. Los enfoques para 

la identificación de puntos de referencia totalmente automatizada han mostrado una 

mejora significativa y se ha prestado atención a un método avanzado de aprendizaje 

automático donde se proponen algoritmos para detectar puntos de referencia 

cefalométricos a partir de imágenes CBCT (6).  El aprendizaje automático es una 

subdisciplina de la IA que se centra en el desarrollo de algoritmos y modelos que 

permiten a las computadoras aprender a partir de datos. En lugar de seguir 

instrucciones rígidas y predeterminadas, los sistemas de aprendizaje automático 

identifican patrones en los datos, generan modelos predictivos y mejoran su 

desempeño con el tiempo y con la experiencia acumulada, ayudando a fortalecer el 

algoritmo (1).  

El aprendizaje automático y el registro de imágenes están intrínsecamente 

relacionados y juegan un papel fundamental en la automatización y precisión de los 

análisis en ortodoncia, especialmente en el desarrollo de algoritmos para la 

ubicación automática de puntos cefalométricos a partir de imágenes tomográficas 

computadas cone beam (CBCT) (5). El registro de imágenes implica la alineación 

precisa de distintas imágenes médicas para permitir una comparación coherente de 

las estructuras anatómicas en diversos momentos o modalidades. El aprendizaje 

automático, mediante el uso de técnicas avanzadas como las redes neuronales 



 10 

convolucionales, puede entrenarse con grandes volúmenes de datos etiquetados 

para reconocer y localizar automáticamente los puntos cefalométricos clave en las 

imágenes CBCT. Este enfoque no solo mejora significativamente la exactitud del 

registro de imágenes, asegurando que las estructuras anatómicas se alineen 

correctamente, sino que también permite la identificación rápida y precisa de los 

puntos cefalométricos necesarios para el diagnóstico y planificación del tratamiento 

ortodóntico. Al integrar aprendizaje automático en el registro de imágenes, se logra 

una herramienta poderosa que optimiza el flujo de trabajo clínico, reduce el tiempo 

de análisis y minimiza la variabilidad interobservador, mejorando así la calidad y 

eficiencia del tratamiento ortodóntico(14). 

Los métodos de aprendizaje automático han demostrado superioridad en el 

reconocimiento automático de puntos de referencia anatómicos en imágenes de 

diagnóstico. El análisis cefalométrico completamente automático se ha intentado 

durante mucho tiempo con la intención de reducir el tiempo de trabajo, mejorar la 

precisión de la identificación de puntos de referencia y reducir los errores causados 

por la subjetividad de un odontólogo. (18)  

Una de las principales oportunidades  teniendo en cuenta los avances basados en 

el aprendizaje automático y el registro de imágenes con respecto a la ortodoncia, 

es permitir un gran avance facilitando y agilizando un proceso que implica gran 

consumo de tiempo, poder reducirlo como lo requiere el análisis cefalométrico y 

llegar al diagnóstico del paciente de forma adecuada, rápida y efectiva, facilitando 

de igual forma la planificación del tratamiento en la práctica clínica. 

 Se ha informado que avanzar hacia la ortodoncia de precisión podría ser el próximo 

cambio de paradigma en los tratamientos de ortodoncia. Utilizando las capacidades 

de la IA, los enfoques de la ortodoncia derivados de datos pueden facilitarse y 

mejorarse. (11) 

El objetivo de este estudio es desarrollar un modelo que permita la automatización 

de puntos de craneométricos en la volumetría 3D a partir del registro de imágenes 

proporcionadas por las CBCT. 
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4. METODOLOGIA 

 

Se utilizaron tomografías computarizadas cone beam (CBCT) de  pacientes que 

recibieron tratamiento de ortodoncia en la facultad de odontología, Universidad del 

Valle, entre el año 2021 y 2022. Se incluyeron tomografías de pacientes con 

dentición permanente completa y en la que se visualizaba desde el punto nasión 

hasta el punto mentón. Se excluyeron las CBCT de pacientes con anomalías  

esqueléticas, síndromes, antecedentes de traumatismos craneofaciales y 

antecedentes de cirugía ortognática. De una base de datos de 100 tomografías 

(CBCT) de pacientes hombres y mujeres,  tomadas entre septiembre del 2021 y 

Junio del 2022, 40 cumplieron con los criterios de selección. 

Las imágenes  fueron generadas por un equipo iCAT 1719, FOV 12,6cm, tamaño 

de voxel por exposición de 26,9 segundos +37,07 kVp 120 y tamaño del diámetro 

del volumen reconstruido en 16 cm. Las imágenes fueron tomadas con los pacientes 

adoptando una postura corregida con la espalda recta y la cabeza en reposo, con 

el plano de Frankfort paralelo al piso. 

Protocolo para calibración del operador en la ubicación de puntos craneométricos 

en la CBCT:  

Se realizó inicialmente  la calibración  del operador siguiendo los siguientes pasos:  

Registro del paciente, cargar el volumen y registrar al paciente con un ID 

consecutivo, la primera letra del apellido y los 4 dígitos finales de la cédula. Ejemplo, 

para el paciente José Manuel Cerón con cédula 95891383, el registro seria 1-

C1383. Se seleccionaron 4 puntos de referencia, Nasion (Na), Espina Nasal Anterior 

(ENA), Pogonion (Pg), y Gnation (Gn), que fueron ubicados en 10 tomografías 

(CBCT). La ubicación de cada punto generó valores en las coordenadas X,Y,Z, los 

cuales se registraron por separado para verificar la concordancia. La ubicación de 

los 4 puntos se realizó 3 veces por punto en cada tomografía CBCT, con un intervalo 
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temporal de 2 días  entre cada ubicación. Se creó  una tabla en Excel para registrar 

los siguientes ítems: campo paciente, tamaño de matriz (igual para las 10 

tomografías), resolución espacial, valor de la coordenadas X,Y,Z de cada punto y 

las 3 ubicaciones  por cada punto. Una vez se finalizada  la ubicación de los 4 

puntos, se realizó el análisis estadístico de  los datos utilizando el programa 

Statistics Data Analysis  para definir la calibración del operador. (Tabla 1) 

El análisis estadístico permitió obtener la calibración del operador, lo que permitiría 

la ubicación de los puntos de referencia craneométricos de interés que se utilizarán 

como datos en el desarrollo del modelo. Se utilizaron los 31 puntos descritos  en la 

investigación “Concordance and reproducibility in the locación of reference points 

for volumetric craniofacial analysis: Cross-sectional study”.  

Al dataset de 40 imágenes de CBCT se aplicaron criterios de inclusión, que 

presentaran dimensiones de 640x640, una cantidad de cortes entre 512 y 544 y un 

tamaño de voxel isométrico de 0.25, teniendo en cuenta los criterios de inclusion se 

seleccionando 13 CBCT, que seran utilizadas en el desarrollo del modelo para la 

automatización de puntos craneometricos.  

Definido el datased, se pasó al procesado de las imágenes y el primer paso fue 

transformar las imágenes de formato DICOM a formato NIfTI, con el fin de facilitar  

el procesamiento y análisis de Datos, permitiendo almacenar datos volumétricos de 

forma compacta, mejorando la precisión en el registro de imágenes, entre otras. 

Para transformar las imágenes en formato DICOM a NIfTI, se utilizó la función 

dcm2nii del software MRIcroGL. Se desarrollo un script en Python con la 

herramienta de subprocess para  automatizar  la transformación de imágenes.  

Se realizó un proceso de umbralización para corregir los picos altos de intensidad 

causados por la presencia de amalgamas y otros materiales que en la tomografía 

se ve de un color cercano al blanco, intensidad que supera los valores promedios 

de la imagen, creando puntos de alto brillo que oscurecen el resto de la imagen. 

Una vez obtenida la imagen sin ruido causado por los picos de intensidad se aplicó 

una ecualización adaptativa de histograma para obtener las imágenes en 

intensidades mejor distribuidas en la escala de grises usando la función 

exposure.equalize_adapthist de skimage. Los cortes ecualizados se almacenaron 
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en una nueva imagen de las misma dimensiones, obteniendo finalmente la imagen 

completamente ecualizada. Tras el proceso de ecualización se obtuvieron imágenes 

sin ruidos extremos y con valores de intensidad similares entre todas las imágenes, 

por lo que se procede a el proceso de registro de las imágenes para la creación del 

template. El registro de imágenes es un proceso de transformación de imágenes 

donde el objetivo es hacer que una imagen sea transformada por diferentes 

procesos matemáticos para llegar a parecerse lo más posible a una imagen modelo 

llamada fixed. Escoger una imagen fija (fixed) como modelo se utiliza para 

transformar el resto de imágenes, realizando un análisis cuantitativo y visual para 

seleccionar el paciente con mejor calidad de imagen.  La calidad de los resultados 

depende del tipo de transformación utilizada en el registro; para cada tipo de 

problema hay un método ideal diferente, para datos complejos (como los utilizados) 

se utilizan diferentes transformaciones de forma secuencial, tanto lineales como no 

lineales, para los procesos de registro se utilizó la librería Elastix de itk. Teniendo la 

imagen fixed se seleccionaron parámetros de transformación personalizados para 

obtener los mejores resultados posibles, para esto se indago en el Elastix parameter 

model zoo, donde se pueden encontrar mapas de parámetros creados por usuarios 

dependiendo el problema de interés. Se escogieron mapas de parámetros usados 

especialmente para estudios de CT 3D, estos parámetros cuentan con dos 

transformaciones, una transformación rígida inicial basada en similitud y una 

transformación no lineal de B-Spline. Tras importar los  parámetros de 

transformación externos se realizaron los procesos de registro de todas las 

imágenes usando el paciente modelo  como fixed en todos los casos y el resto de 

las imágenes como moving en cada proceso individual de registro. Las imágenes y 

los parámetros de transformación resultantes fueron almacenados para su futuro 

uso. 

Para la creación del template se sumaron las 12 imágenes obtenidas de los 

procesos de registro con la imagen modelo y dividirla entre 13 para obtener un 

promedio de todas las imágenes, manteniendo valores consistentes.  Una vez 

obtenido el template se ubicaron los 31 puntos de interés  por parte del operador y 

se guardaron las coordenadas x, y, z de cada uno de estos puntos. (Tabla 1-12) 
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Estas coordenadas se escribieron en un archivo .txt donde se podrán utilizar para 

aplicarles las transformaciones aplicadas a las imágenes moving. Para el proceso 

de registro con el template, se realizó un nuevo proceso de registro utilizando el 

template como fixed y las mismas imágenes como moving y los mismos parámetros 

de transformación.  

Se utilizo  Transformix de itk para aplicar las transformaciones a los puntos ubicados 

en el template, obteniendo un archivo .txt  con las coordenadas x, y, z de los puntos 

en cada imagen moving. Este proceso detallado asegura la identificación y 

ubicación automática de puntos craneométricos.  

 

5. ANALISIS ESTADISTICO.  

Análisis estadístico consistente en la síntesis mediante medidas de tendencia 

central promedio y medidas de dispersión (D.S) de las coordenadas X, Y y Z. 

Además, se realizó análisis de concordancia a través del coeficiente de correlación 

intraclase (CCI) entre las coordenadas X, Y y Z, al ubicar puntos craneométricos de 

forma manual comparados con la automatización en modelo a desarrollar. Se 

estableció nivel de significancia de 5% y de confiabilidad del 95%. 

 

6. RESULTADOS. 

 

Para evaluar la concordancia entre el método manual  y el automatizado, se utilizó 

el coeficiente de correlación intraclase (CCI). 
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En los resultados del análisis de concordancia, el CCI mostró en la mayoría de los 

puntos craneométricos valores cercanos a 1.0, lo que indica una alta concordancia 

entre el método manual y automatizado.  
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En el analisis por coordenadas, el CCI para la coordenada X fue alto, mostrando 

una excelente concordancia en la mayoría de los puntos. Sin embargo en 3 puntos 

específicos el CCI mostró una disminución de concordancia siendo  el punto 

infraorbitario izquierdo y Coronoides izquierda valores poco aceptables.  
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El CCI para la coordenada Y fue muy similar a la coordenada X, con valores de CCI 

altos. En algunos puntos como molar superior izquierdo, canino superior derecho, 

tuberosidad Izquierda, mostraron una ligera disminución en la concordancia, pero 

los valores siguen siendo buenos.  
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El CCI para la coordenada Z muestra valores altos de concordancia, aunque 

algunos puntos presentaron valores de CCI muy bajos como fosa izquierda, canino 

superior izquierdo, infraorbitario izquierdo, condilium derecho e izquierdo, y base 

mandibular derecha e izquierda, lo que sugiere alta variabilidad en la automatización 

para esta cordenada.  
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7. CONCLUSIONES. 

 

En este estudio piloto, se logro desarrollar el modelo inicial para la automatización 

de puntos craneométricos en volumetria 3D. La mayoría de puntos craneométricos 

mostraron una excelente concordancia entre las coordenadas X y Y registradas de 

forma manual y automatizada en el modelo. Respecto a la coordenada Z, aunque 

mostró alta concordancia en varios puntos, algunos de ellos mostraron valores muy 

bajos de concordancia. Lo que sugiere la necesidad de aplicar un ajuste o 

refinamiento al modelo, optimizando la alineación y correspondencia para mejorar 

la concordancia de esos puntos en la coordenada Z. 

En general, la automatización demuestra ser un método confiable para la ubicación 

de puntos craneométricos, con un nivel de concordancia alto que apoya su uso en 

aplicaciones clínicas y de investigación. En el futuro, se sugiere continuar 

fortaleciendo el modelo desarrollado mediante el uso de una muestra más grande, 

lo que permitirá mejorar la reproducibilidad en la automatización de puntos 

craneométricos. 
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Anexos:  

Tabla 1. Registro de ubicación de puntos craneométricos para calibracion del 

operador.  
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Tablas 1-12.  Registro de coordenadas X, Y y Z de la ubicación de 31 puntos 

craneométricos   en Template de forma automatizada y manual, en 12 imágenes.  

 

Tabla 1. 

 

 

 

 

 

 

 

 

 



 25 

 

Tabla 2.  
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Tabla 3. 
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Tabla 4.  

 

Tabla 5.  



 28 

Tabla 6. 

 

Tabla 7.  
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Tabla 8.  

Tabla 9.  
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Tabla 10.  

 

Tabla 11.  
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Tabla 12.  
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